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Uvod

Tématem této prace je automatické prirazovani morfologickych vzoru ¢eskym
slovim. Nasim cilem bude vyvinout metody, které se na zdkladé zadaného
slova a jeho kontextu pokusi najit spravny vzor, podle néhoz se slovo ohyb4,
a najit k nému zakladni tvar (lemma). Prace je rozclenéna do ¢tyt kapitol.

Prvni kapitola je motivacni, zabyva se ¢eskou morfologii a zavadi pojmy
a oznaceni, které budeme déle pouzivat. Je zde popsano, jak funguje morfo-
logicky analyzator, co jsou derivace slov a jakym zpusobem je ulozen slovnik
a dalsi soubory. Zavérem kapitoly shrneme dosavadni piistupy k podobnym
problémum.

Druha kapitola se zabyva Tesenim problému automatického pritazeni
vzoru ke sloviim, vysvétluje pouzité metody a algoritmy vcetné jednoduché
analyzy jejich slozitosti. Najdeme zde také rozbor nékolika problémi, na které
jsme narazili béhem nasi préce a se kterymi se musime vyporadat.

Ve tieti kapitole vysvétlime, jak dané metody v praxi pouzit, popiSeme
procesy trénovani, vyhlazovani a testovani. Dale ukazeme vysledky, kterych
jsme dosahli na testovacich datech, a pokusime se najit optimalni nastaveni
parametru.

Zéavérecna ctvrta kapitola popisuje implementaci popsanych algoritmau.
Zduvodnime volbu programovacich prostifedku a popiseme ovlddani jednot-
livych programu a skriptu.

Na zavér nasi prace zhodnotime dosazené vysledky a ukazeme moznosti
dalsiho zlepSeni.



Kapitola 1

Motivace

Uz na zakladni skole jsme se naucili, ze slovo kozel se sklonuje stejné jako
slovo pan, ozdoba jako zena a slovo meci se ¢asuje podle prosi. Bylo nam
vysvétleno, ze slova ceského jazyka tvori skupiny, které se stejné ohybaji,
a z kazdé skupiny jsme dostali vzor, podle néhoz bylo snadné podobna slova
sklonovat nebo casovat.

V oblasti zpracovani prirozeného jazyka, pocitacové lingvistice, pred nami
stoji problém podobny tomu ze zakladni skoly: ke kazdému slovu jednoznacné
urcit jeho vzor. Chtéli bychom, aby pocitac ptifazoval vzory pokud mozno
automaticky nebo jen s minimalni pomoci uzivatele.

Muzeme si polozit otazku, proc je pro nas tento problém dulezity? Jedna
se o kol zajimavy teoreticky (jak moc dobfe umime automaticky priradit
vzor), ale i prakticky. Na vzorech slov je zalozena automatickd morfologicka
analyza ceského jazyka a k jejimu rozsifovani a zdokonalovani je potieba
doplnovat slovnik o novéa slova. K nim musi byt prifazen spravny vzor,
abychom védeéli, které tvary daného slova jsou piipustné.

Morfologické analyza konkrétniho jazyka tvofi uplny zaklad jeho lingvis-
tického zpracovani. Jejim tkolem je pro kazdé slovo urcit morfologické ka-
tegorie (slovni druh, pad, ¢islo, ¢as, zpusob...). Pro ¢estinu existuje nékolik
implementaci morfologické analyzy lisicich se pfistupem k zachyceni slov,
poctem vzoru a moznostmi, které pouziti vzoru nabizi. Kromé | prazské*
morfologie [1], kterou budeme pti nasi préci pouzivat, se zde alespon zminime
o brnénské morfologii ajka [2]. V soucasné dobé na ni probihaji tpravy a nenf
verejné dostupna.
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1.1 Morfologie ¢eStiny

V této kapitole ve strucnosti popiSeme hlavni rysy ceské morfologie [1],
soustfedime se predevsim na ty, které v ostatnich materidlech nenajdeme
(popis interniho formatu slovniku a derivaéni vzory).

Pro cestinu rozlisujeme tyto morfologické kategorie:

Slovni druh urcuje zakladni rozdéleni slov: podstatna jména (substantiva),
pridavnad jména (adjektiva), zdjmena (pronomina), ¢islovky (numera-
lia), slovesa (verba), prislovce (adverbia), predlozky (prepozice), spojky
(konjunkce), castice (interjekce), citoslovee (partikule).

Rozsiteny slovni druh jemnéji ¢leni nékteré slovni druhy do podkate-
gorii (napiiklad predlozky je mozné délit na obycejné a vokalizované,
zdjmena na vztaznd, neurcitd, osobni atd.).

Rod muze zensky, muzsky (zivotny a nezivotny), stfedni.

Cislo singuldr, plurél, dudl.

Pad nominativ, genitiv, dativ, akuzativ, vokativ, lokdl, instrumental.
Privlastinovaci rod se urcuje hlavné u privlastnovacich zdjmen a piislovei.
Privlastnovaci ¢islo singular nebo plural.

Osoba miuze byt prvni, druhd, nebo tteti.

Cas pro slovesa upfesiiuje, kdy se déj odehravs (minuly, ptitomny, budouci)
Stupen muze byt byt prvni az tfeti (napt. tzky, uzsi, nejuzsi)

Negace tikd, zda je slovo v negativni formé (s pfedponou ne-), nebo v afir-
mativu.

Slovesny rod urcuje, zda je sloveso v aktivu, nebo v pasivu.

Varianta, styl slouzi k rozliSeni hovorovych, kniznich, archaickych tvaru
slov.

Pro riuzné slovni druhy se urcuji podmnoziny z téchto kategorii, napt. pro
podstatna jména urcujeme slovni druh, rozsiteny slovni druh, rod, ¢islo, pad
a negaci (ptipadné jesté variantu/styl).

Hodnoty morfologickych kategorii se zapisuji pomoci specidlnich znacek,
tagu. Tag je skupina pismen a symbolu, které pro dané slovo jednoznacné
urcuji hodnoty vSech relevantnich kategorii. V soucasnosti se pouzivaji dva
systémy tagu: poziéni a kompaktni.
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1.1.1 Pozicni systém tagu

Pozicéni tag se sklada z patnéacti znaku, kazda kategorie mé urcéeno pevné cislo
pozice, na kterém se vyskytuji znaky reprezentujici hodnoty dané kategorie.
Ptitazeni je nasledujici:

1 slovni druh (POS)

2 | detailni slovni druh (SUBPOS)
3 rod (GENDER)

1 &slo (NUMBER)

5 pad (CASE)

6 | rod vlastnika (POSSGENDER)
7 | ¢islo vlastnika (POSSNUMBER)
8 osoba (PERSON)

9 cas (TENSE)

10 stupenn (GRADE)

11 negace (NEGATION)

12 slovesny rod (VOICE)

13 rezervovano (RESERVEL)
14 rezervovano (RESERVE2)
15 varianta, styl (VAR)

V zavorce jsou uvedeny zkratky pouzivané pro dané kategorie. Poziéni
tag pro slovo moznost muze vypadat takto:

NNFS4----- A----
nebo také:
NNFS1----- A----

V prvnim pfipadé je dané slovo substantivum (N) obycejné (druhé N),
zenského rodu (F), v singuldru (S), v akuzativu (4), afirmativni (A). Ve
druhém je to stejné slovo, ale v nominativu. Kategorie, které pro dany slovni
druh nemaji smysl (napf. osoba u substantiv), jsou ohodnoceny znakem -,
neznamé hodnoty maji hodnotu X. Kompletni popis moznych hodnot pro
jednotlivé kategorie je mozné nalézt v popisu morfologie [3].

1.1.2 Kompaktni systém tagu

Kompaktni systém zapisu tagi nemd pevné danou velikost (co do poctu
znaku), je starsi a v soucasné dobé se pouziva predevsim v morfologickém
slovniku. Jeho vyhodou je mensi velikost oproti pozicnimu systému. Kom-
paktni tag se sklada ze ti ¢asti:
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e Prefix urcuje slovni druh a rozsiteny slovni druh (napt. VF pro slo-
vesny infinitiv, DB pro pfislovee bez moznosti negace a stupnovani).

e Morfologické kategorie obsahuji hodnoty (pole 3-12 pozi¢niho
systému), které jsou pro dany prefix relevantni. Napiiklad pro sub-
stantiva je to rod+cislo+pad+negace, tedy kompaktni tag pro slovo
akuzativ slova moznost bude NFS4A.

e Pole varianta, styl je od predchazejici ¢asti tagu oddéleno pomlckou.

Oba systémy jsou ekvivalentné silné a existuje mezi nimi vzajemné jed-
noznac¢né prirazeni. Pro prevod z pozicniho do kompaktniho systému tagu a
obrécené slouzi jednoduchy skript, ktery je souc¢dsti PDT 1.0 [9]. Zaklad tvori
dva soubory b2800a.f20 a b2800a.02f, které jsou v podstaté prekladovymi
slovniky — pro kazdy tag z jednoho systému je uveden odpovidajici tag

druhého.

1.1.3 Morfologicky slovnik

Morfologickd analyza ke své praci pouziva specidlni slovnik, ktery slouzi
k ziskani zakladnich informaci o daném slovu. Pro kazdé slovo je ve slovniku
ulozen koren slova, vzor a lemma. Jednotlivé polozky jsou oddéleny mezerou,
lemma je uvozeno znakem ,, =% Napfiklad v zdznamu pro sloveso pohnout
je uvedena trojice pohnou, t a pohnout:

pohnou t =pohnout

Na tomto misté je nutné zduraznit, ze nékteré bézné terminy jsou
pouzivany nikoli v lingvistickém, ale v technickém smyslu, proto si uvedeme
jejich definici (v nékterych ohledech ponékud végni).

e Predpona (prefix) slova je volitelna ¢ast predchazejici koten slova.
Pro potiebu morfologické analyzy se rozlisuji pouze tii predpony:
nej, ne a nejne. Ostatni jsou uvedeny piimo jako soucast kofene
u piislusnych hesel ve slovniku. Tedy napiiklad slova hrat a dohrat
jsou dvé ruzna slova:

hra t =hrat
dohra t =dohrat

e Kofen (root) je ¢dst slova, ktera se pii ohybani nemeéni. Piipadné
zmény v koreni se fesi dalsim zdznamem ve slovniku nebo pomoci de-
rivacnich vzoru.
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e Vzor (paradigm) ur¢uje mozné koncovky, které mohou byt ptipojeny
za kotren. Nepravidelné slova maji ve slovniku ptitazen vzor 0.

e Lemma urcuje zdkladni tvar slova (nominativ singuldru pro substan-
tiva, infinitiv pro slovesa atd.). Zaroven slouzi k rozliseni zdznamu
ve slovniku — zaznamy se stejnym lemmatem patii k jednomu slovu.
Specialné nepravidelné tvary slov jsou tedy slouc¢eny pravé pomoci lem-

matu:

kozel O
kozla O
kozlu O

=kozel+NMS1Q@_N
=kozel+NMS2@/NMS4@_N
=kozel+NMS3@/NMS6C_N

kozl uv =kozel

Nékteré vzory nepopisuji chovani celého slova, ale jen ¢ast jeho tvaru
(jednd se o ¢dstecné vzory). Napiiklad u slovesa nést vzor t popisuje infinitiv,
il imperativ a tin tvary prechodniku.

nés t
nes i1
nes pl
nes tin
nesl r
nesen s2
pones 0
ponesme O
poneste O
ponesmez O
ponestez O

pones plf

=nést

=nést

=nést

=nést

=nést

=nést
=nést+VMS20-1/VMS3@-9
=nést+VMP10-1
=nést+VMP20@-1/VMP3@-9
=nést+VMP1@-3
=nést+VMP20@-3/VMP30@-3
=nést

Souc¢asti lemmatu muze byt také:

kompaktni

tag (oddéleny znakem +) — zejména pro nepravidelnd slova

je to jedind moznost, jak uvést tag.

urceni domény slova — umoznuje rozlisit zemépisna jména od jmen osob,
rozlisSuje terminy ekonomické, technické, chemické, 1ékatské.

zaznam o O

se odvozuji

dvozeni slova (v zavorkach, na zac¢atku se znakem *) — slova
derivaci, viz kapitolu 1.1.4.

komentdr (v zdvorkdch) — muze upfesnovat vyznam nebo puvod slova.



KAPITOLA 1. MOTIVACE 10

1.1.4 Derivacni vzory

Kazdy ptirozeny jazyk vystihuje sada viceméné pravidelnych postupt pro od-
vozovani novych slov. Zatim jsme méli jedinou moznost, jak zachytit slovo:
uvést ho ve slovniku. Pokud bychom to takto udélali, byl by slovnik ob-
rovsky a bylo by v ném mnoho slov odvozenych stejnym zpusobem. Dalsim
problémem uvedeného postupu je mala systematicnost slovniku — neméli
bychom zachyceny nékteré souvislosti mezi slovy (napf. ze duchodce a
dichodcuv jsou odvozeny od stejného slova).

Z téchto duvodu se pouzivaji dalsi specidlni pravidla pro odvozovani slov
— derivacni vzory. Derivacni vzory se skladaji z osmi polozek a jsou ulozeny
v textovém souboru, na kazdém fadku jeden vzor:

vzor rl,r2,r3,r4,r5,r6,r7

Jednotlivé polozky popisuje nasledujici tabulka:

vzor | vzor ze slovniku

rl fetézec, ktery se ptrida ke koteni ze slovniku, aby tim vznikl novy
koten
r2 vzor, podle kterého se nové slovo ohyba
r3 | zpusob odvozeni nového lemmatu (viz déle)
r4 fetézec, ktery je potfeba piidat k novému zakladu (ten se vytvori
podle r3), aby vzniklo nové lemma
5, 16 | tykaji se zpétného (derivacniho) odkazu na lemma, ze kterého bylo
nové lemma utvoreno. Jejich vyznamy jsou stejné jako vyznamy
polozek r3 a r4, pouze se vytvaii lemma, ze kterého bylo nové
lemma odvozeno. Vysledné lemma se nezapisuje do slovnikového
zaznamu celé, ale jako pravidlo, které vypada takto: xa, kde x
je pocet pismen, kterd se maji odtrhnout od nové vytvoreného
lemmatu, a je fetézec, kterym se odtrzena pismena nahradi, aby
vznikl derivaéni odkaz.
r7 | je-li 7 rovno *, znamend to, ze se deriva¢ni odkaz nevytvari. To
plati ptedevsim u identickych derivaci, kde rl=r3=rd=r5=16=0 a
r2=vzor.

Mozné hodnoty r3:

0 | lemma se nemeéni, tj. zustava to, které je ve slovniku.

x | nové lemma se odvozuje od puvodniho lemmatu, a to tak, ze se od
néj odtrhne = pismen a nahradi se fetézcem r4

rz | r znamena, ze se nové lemma odvozuje od kofene, ne od lemmatu.
Cislice  m4 stejny vyznam jako v predchozim pifpadé, jen se neod-
trhava od lemmatu, ale od korene.
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Odvozovéani novych slov pomoci derivacnich vzoru (derivaci) probih4 tak,
ze na slovnikové heslo se aplikuji piipustné derivacni vzory. Zaznamy, které
takto vzniknou, jsou naprosto rovnocenné s témi, které jsou uvedeny jako
hesla ve slovniku.

Ve skutecnosti se popsany postup vyuziva vzdy, pro slovnikova hesla i
slova odvozenda. Na kazdé slovnikové heslo se aplikuje jedna nebo vice deri-
vaci a teprve vysledné zaznamy jsou pouzivany v morfologické analyze. Po-
sledni aplikovany derivaéni vzor je vzdy identickd derivace', kterd ma shodny
puvodni a novy vzor a nemeéni kofen slova.

Postup derivovani zaznamu si ukdzeme na ptikladu slova z&djemce. Ve
slovniku je uvedeno heslo:

zdjem scl =z&jemce

tedy vzor je scl (jedna z variant vzoru soudce). V seznamu derivaci jsou
pro vzor scl uvedeny c¢tyti radky:

scl 0,sc1,0,0,0,0,%*

scl c,uv,r0,cuv,0,0,-

scl ky,ns3n,r0,kyn&,0,0,-

scl kynin,in,r0,kynin,r0,kyné&,-

prvni derivace je identickd, pro ostatni vzory v seznamu najdeme:

uv 0,uv,r0,u4v,0,0,-
ns3n 0,ns3n,0,0,0,0,x*
ns3n nin,in,r0,nin,0,0,-
in 0,in,r0,0,0,0,-

Uvedeme nova hesla, kterd vznikla podle téchto derivacnich pravidel:
Prvni pravidlo pro vzor scl vyrobi stejné slovnikové heslo, jako bylo
puvodni (derivaéni odkaz se nevytvari, protoze r7 je *).

zdjem scl =z&jemce
Druhé pravidlo vede pies vzor uv k heslu:
zdjemc uv =zijemcuv_(*2e)

Derivaéni odkaz je zdjemc-e (odtrhnout dvé pismena a pridat ,,e*). Tteti
pravidlo vede pies ns3n a identickou derivaci:

zdjemky mns3n =zdjemkyné_(x4ce)

Tdentick4 derivace ndm vlastné iika, kdy mdme béhem derivaci generovat odvozeny
zaznam.
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Derivaéni odkaz je zdjem-ce. Vzor ns3n ma vSak jesté dalsi derivaci se
vzorem in:

zdjemkynin in =z&jemkynin_(*2e)
Podle posledniho pravidla dostaneme:
zdjemkynin in =zdjemkynin_ (*2&)

Deriva¢ni odkaz je zdjemkyn-&. Dospéli jsme ke stejné derivaci jako
v predchozim ptipadeé, tyto duplicitni fadky je tieba z vysledku vypustit.

1.1.5 Seznam koncovek

Pro vzory je definovdna mnozina koncovek, které se pripojuji ke kmeni.
U koncovky je uveden tag (v kompaktni podobé), ktery urcuje morfologické
kategorie slova vzniklého spojenim kmene a dané koncovky.

Zatim jsme se nezminili o predponach. Slova, kterd mohou obsahovat
pfedponu (nej-, ne-, nejne-), maji v tagu na misté uréeném pro stupen
(negaci) uveden specidlni symbol # (@). Tyto symboly se pii analyze slova
nahradi podle toho, zda slovo obsahuje danou predponu, ¢i nikoliv.

Napiiklad slova sklonovana podle vzoru sc1l mohou byt pouzita i v nega-
tivnim tvaru (tag mé na misté pro negaci znak @):

scl ce[NMS1@,NMS20@,NMS4@, NMS5@,NMP4@] ,
ci[NMS3@,NMS6@,NMP1@,NMP5@, NMP7@] ,
covi[NMS3@-1,NMS6@-1], cem[NMS7@],
cti [NMP2@] , cam [NMP3@] , cich [NMP6@] ,
cum [NMP3@-6] , cema [NMP7@-6] , cové [NMP1@-6,NMP5Q-6]

1.1.6 Morfologické vzory

Morfologické vzory se pouzivaji ke dvéma tcelum: jednak pro generovani jed-
notlivych tvaru, jednak v derivacich pro generovani novych zaznamu. Vzory
priblizné odpovidaji obecné znamym vzorum pro ¢estinu, napiiklad pro sub-
stantiva to jsou vzory: pan, hrad, muz, stroj, zena, nuse, pisen, kost, mésto,
more, kufe, staveni, predseda, soudce.

Vétsina téchto vzoru se dale déli podle ruznych vyjimek ve sklonovani
na nékolik kategorii?, naopak nékterd slova tvoif vzory pomoci nékolika
¢astecnych vzort®. Podrobngjsi idaje o vzorech je mozné najit v [1].

2Viz napi. tabulku 2.4, kde jsou uvedeny riizné varianty vzoru nise.
3Celkem je v morfologii [1] vzori 236.
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1.1.7 Algoritmus morfologické analyzy

Zde uvedeme jen zakladni princip fungovani algoritmu, ktery provadi mor-
fologickou analyzu slova — bez teseni velikosti pismen, ptipadnych predpon
atd. Kompletni verzi spolecné s algoritmem pro generovani vsech slov z lem-
matu a tagu ¢tenai nalezne v [1].

Ukolem algoritmu je analyzovat slovo a urc¢it jeho lemma a tag. Algo-
ritmus pouziva dvé asociativni pole: Ending2Paradigm, které mapuje kon-
covku na vSechny vzory-+tagy, a pole RootParadigm2Lemma, které mapuje
kofen a vzor na lemma+tag. Obé pole ziskdme predzpracovanim slovniku,
seznamu koncovek a seznamu derivaci. Postup je formalné popsan jako algo-
ritmus 1.

Algoritmus 1 Morfologicka analyza
Vstup: slovo
Vystup: vsSechny dvojice lemma+tag
for all rozdéleni slova na koten root a koncovku ending do
for all paradigm z pole Ending2Paradigm{ending} do
for all lemma-+tag z pole Root Paradigm?2Lemma{root}{paradigm}
do
result < lemma + tag
end for
end for
end for
print(result)

1.2 Automatické doplnovani slovniku

7, predchozich odstavcu je zfejmé, ze slovnik tvori jadro celé morfolo-
gické analyzy a jeho rozsah a tdroven velmi vyrazné ovliviiuje jeji kvalitu.
V soucasnosti ma slovnik ptes 350 tisic unikétnich polozek (v nerozvinuté
podobé), presto se viak vyskytuje fada slov, ktera v ném chybi. Cést tvoii
slova vznikajici neomezenym odvozovanim z jinych (napiiklad skldadanim
¢islovek: tiimiliényosmsetpadesatisedm), kterych je nekoneéné mnoho, takze
je neni mozné dosavadnim zpusobem zachytit. Ale existuji i slova, ktera by
ve slovniku byt mohla (naptiklad antiautomobilovy, predbalickovy, néktera
vlastni jména). V této praci bychom se chtéli zamérit pravé na automatické
urcovani vzoru neznamych slov, tedy téch, kterd nejsou uvedena ve slovniku.

V poslednich letech se vyzkum v oblasti zpracovani ptirozeného jazyka
zaméiuje také na postupy, jak z rozsahlych dat automaticky ziskat informace
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o morfologické stavbé daného jazyka. Cilem téchto metod je s minimalnim
prispénim lidského faktoru najit rozdéleni slov na kofen a koncovku, jak od-
povida gramatice daného jazyka. Jedna se predevsim o metodu miniméalniho
popisu* (Goldsmith [4], [5]) a kombinace ruznych jednoduchych piistupt (re-
lativni Cetnost vyskytu jednotlivych tvarua v korpusu, podobnost kontextu
atd. (Yarowsky and Wincentowski [6])).

Nabizi se samoziejmé otazka, zda bychom podobny piistup nemohli
pouzit i pro automatické zpracovani téch ceskych slov, ktera zatim mor-
fologicka analyza nerozpozna, a tedy pro né nezna vzor. Pouzité metody jsou
vyborné pro nalezeni zakonitosti morfologické struktury jazyka, ale tu mame
tedy pfedevsim ve vyuziti pro jazyky, které nemaji k dispozici dostatecné
rozvinuté nastroje pro automatickou morfologickou analyzu.

Jak jiz bylo feceno, tkolem morfologické analyzy je prifadit slovum
spravna lemmata a tagy. Pro neznamé tvary slov existuji postupy, jak pritadit
tag a lemma, aniz bychom znali vzor daného slova (Hlavacova [7]). Ackoli
se jedna o problém podobny nasemu, neni 1plné stejny — pro morfologickou
analyzu slova nepotiebujeme znat presny vzor. Pro demonstraci uvedeme dveé
vety:

Na povrchu vyrostla jabloil.
Na povrchu vyrostla pliseil.

Slova jablofi a pliseii dostanou obé pfitazeny tag NNFS1----- A———-,
ale maji rozdilné vzory (psl a psle).

Existuji i véty, kde nékterad slova mohou mit vice ruznych vzoru a bez zna-
losti Sirstho kontextu nemuze ¢tenar rozhodnout, ktera varianta je spravna.
Piikladem muze byt slovo Rozehnal v nasledujicich vétéach.

Rozehnal ji dobytek.
Rozehnal je dobytek.

Z uvedenych prikladu je zfejmé, ze prirazeni vzoru je ukol pomérné
obtizny, protoze i pro clovéka nékdy neni snadné stanovit vzor pro dané slova,
zejména pokud nam chybi kontext nebo pokud se jedna o slova nezndmd.
Naseho cile — automaticky priradit kazdému slovu jeho spravny vzor —
tedy témeér jisté nedosdhneme, budeme se mu ale snazit maximalné piiblizit.

4Minimum Description Length (MDL).



Kapitola 2

Automatické urcovani vzoru

V této kapitole nejprve zavedeme déle pouzivana oznaceni a uptesnime zadani
naseho problému. Poté provedeme rozbor jednotlivych problému a navrh-
neme jejich feseni. Nasleduje popis pouzitych algoritmt a metod pro pritazeni
vzoru neznamym slovum. V posledni ¢asti kapitoly se zamétime na ptirazeni
neznamych slov do skupin a ur¢ovani vzoru pro skupiny slov.

2.1 Oznaceni a definice

Zavedeme oznaceni:!
e A je abeceda daného jazyka (CeStiny),

e P je mnozina vSech vzoru,

F ={f;f € A"} je mnozina vsech fetézcu abecedy tvoricich slova,

L = {l;1 € A*} je mnozina v8ech fetézcu abecedy tvoficich lemma,

R ={l;1 € A*} je mnozina vsech tetézcu abecedy tvoricich koten slova,

p1 = po je derivace vzoru p; na vzor p (viz oddil 1.1.4),

P,; je mnozina vzoru s identickou derivaci, které dale budeme nazyvat
vzory zakladnimi.

!Pfipometime, Ze nasledujici text je tzce spjaty s morfologickou analyzou [1], kterd
byla predstavena v kapitole 1. Terminy jako vzor, lemma, koien, koncovka, derivace nebo
morfologicky slovnik tedy budeme chapat v jejim kontextu. Dédle budeme pouzivat zakladni
pojmy z oblasti pravdépodobnosti, jako jsou nahodné veli¢ina, jeji rozdéleni atd.

15
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Déle definujme relaci =* a funkci? CI:
® p1 =" pn = T p(Vppic1 = i)
o Cl:Py— 2V :Cllp) ={pj:pj =" pi}
Pritazeni ptipustnych vzoru je takova funkce Pa:
Pa: F — 28P%L . pa(w) = {(r,p,1);r € R&p € P&l € L},

ktera kazdému slovu pfifazuje mnozinu trojic (koten, vzor, lemmay, jez jsou
pro dané slovo pripustné. To znamena, ze slovo w je tvar slova lemma
s kofenem kofen® a mé jednu z koncovek vzoru. Zobecnime-li tuto funkci
na vice slov, dostaneme:

Pa : 2F — 2f*PXL o po(wy, ... w,) = NPa(w;)

Dalsim pojmem, ktery zde zavedeme, je derivacni strom. Jedna se
o mnozinu vzoru, které vzniknou derivaci z jednoho vzoru:

Tr(p): P —2F :Tr(p)={q:p="q}

2.2 Urcovani vzoru

Nasim tkolem je ke kazdému slovu najit vzor, podle kterého se dané slovo
ohyb4. Napiiklad pro slovo pejsek je to vzor pn17%, pro slovo Zenou je to
vzor zn1®. .. nebo se jednd o tvar slovesa hnat? Je ziejmé, ze z pouhé znalosti
slova vzor jednoznac¢né neurcime.

Dokonce i pro jeden vzor nemusi byt vzdy jasné, o ktery tvar daného slova
se jedna. Predstavme si, ze zndme vzor znl pro slovo sambou, ale nevime,
kterd cast slova je kofen. Podivame-li se na tabulku 2.1, kde jsou uvedeny
tvary vzoru zena, vidime, ze kromé instrumentdlu singuldru (kofen samb,
zakonceni -ou) by se mohlo jednat o akuzativ (kofen sambo, koncovka -u)
nebo dokonce o genitiv plurdlu (kofen sambou, koncovka prazdnd). Proto
budeme vzdy uvazovat o dvojici (kofen, vzor), nikoli o vzoru samotném.

Nasim cilem je vytvofit algoritmus, ktery na vstupu dostane text obsa-
hujici nezndma slova a pro kazdé z nich se pokusi urcit koten a vzor. K vy-
tvoreni iplného slovnikového zaznamu nam zbyva najit lemma. Chceme tedy
najit trojici (kofen, vzor, lemma), kterd tvoii nové heslo v morfologickém
slovniku. Nas tkol zformulujeme v néasledujicim popisu.

2Ozmaceni 2° reprezentuje mnozinu véech podmnozin S.
3Koien zde, ani dale v textu neni pasivum.

4Jedna z variant muzského zivotného vzoru pan.

5Vzor Zena.
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| 1 2 3 4 5 6 7
Sg. | zen-a zen-y  zZen-& zen-u Zen-o  zen-& zen-ou
pl. | Zen-y Zen Zen-am Zen-y zen-y zen-ach Zen-ami

Tabulka 2.1: Zakonéeni slov vzoru znl Zena

Vstup: text ve formatu CSTS® zpracovany morfologickou analyzou. Tagem
XQ-——-—————————~ jsou oznacena slova, ktera morfologickd analyza ne-
rozpoznala, a nejsou tedy obsazena v jejim slovniku.

Vystup: seznam trojic (kofen, vzor, lemma) pro kazdé nezndmé slovo ze
vstupu. Trojice budou sefazeny podle pravdépodobnosti, s jakou
prisluseji k danému slovu.

Nasleduje rozbor nékterych problému a otazek, které vyplyvaji z po-
drobnéjsi analyzy problému pftitazeni vzoru ke slovium.

2.2.1 Nepravidelna slova

Morfologie, se kterou pracujeme, obsahuje 236 ruznych vzoru. Prestoze je to
podstatné vice, nez na kolik jsme zvykli ze skoly, nepopisuji tyto vzory ani
zdaleka kazdé ceské slovo. Slova, ptipadné jen nékteré tvary slov, které ne-
maji pfifazen vzor, jsou povazovana v tomto smyslu za nepravidelna. Jednéa
se predevsim o slova nesklonna (predlozky, spojky), cizi nebo prejata slova
a nékteré ¢asto pouzivané tvary (predevsim substantiv a sloves). Z celkového
poctu 260 069 lemmat” v morfologickém slovniku mé alesponi jeden nepravi-
delny tvar 25 069 lemmat (9,6 %).

Nepravidelna slova nam budou urcovani vzoru velmi zneptijemnovat.
Snadno se nam napiiklad stane, ze neznamé slovo ma stejné zakonceni jako
néktery z ¢astych vzoru, a presto se jedna o nepravidelny tvar.

2.2.2 Vice vzoru pro jedno lemma ve slovniku

Navic neplati, ze co lemma, to jeden vzor. Pfedevsim castéjsi slovesa, ale i
jina slova maji nékolik ¢astecnych vzoru, ze kterych se skladaji vSechny jejich
mozné tvary. Napiiklad lemma slaboproudy ma ve slovniku zdznamy:

slaboproud yxx =slaboproudy slaboproudy, slaboproudost
slaboproud yxi =slaboproudy slaboproudi

6 Czech Sentence Tree Structures®, primarn{ format dat ulozenych v PDT 1.0 [9)
"Poéet unikétnich zdznamt ve slovniku, nepoéitdme zde zdznamy, které vzniknou de-
rivacemi.
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Jinou kategorii slov, ktera ma také prirazeno vice vzoru, jsou obouvida
slovesa (majici dokonavy i nedokonavy vid). Napiiklad sloveso absolvovat ma
ve slovniku dva zaznamy, pro kazdy z vidu jeden:

absolv ovatd =absolvovat dokonavé (absolvovavsi)
absolv ovatn =absolvovat nedokonavé (absolvujici)

Musime se tedy zamyslet nad otdzkou, zda se budeme snazit najit vSechny
vzory k danému lemmatu, nebo se spokojime s nalezenim alespon jednoho
z nich. Najit jeden ze vzoru je uré¢ité snazsi nez najit vsechny vzory. Pokud
ovSem nasim cilem bude najit jen nékteré vzory, je otazka, nakolik je vhodné
pridat takovy netiplny zaznam do slovniku. Budeme tedy chtit najit — pokud
mozno — co nejuplnéjsi mnozinu vzoru, kterd piislusi k danému slovu.

2.2.3 Hierarchie vzoru

Zaméime se nyni na vzory, které muzeme danym slovum prifadit. Jak bylo
popsano v kapitole 1, ve slovniku nejsou uvedeny ty zaznamy, které lze pra-
videlné odvodit z jinych pomoci derivacénich vzoru (derivaci). Je otdzka, zda
budeme pro neznamé slovo chtit uréit spise zdznam derivovany® (zdkladni),
nebo se budeme snazit najit zdznam, ktery by byl ve slovniku (tedy ten, ze
kterého je odvozen zaznam pro nase neznamé slovo).

Naptiklad u slova zajemkynino z oddilu 1.1.4 se jednd o vzory scl
(zdznam ve slovniku), nebo in (zdkladni vzor pro morfologickou analyzu),
viz obrazek 2.1.

Jelikoz nasim cilem je rozsifeni morfologického slovniku, zajima nas
predevsim prvni moznost — zaznam (vzor), ktery tvoii koren derivacniho
stromu’. Jednd se o vzor, ktery je kofenem ve stromé derivaci vedoucim od
slovnikového zaznamu k danému vzoru. Neboli formélné zapsano

R(p) : Py — 27 . R(P) = {q H/AS CZ(P) & vp¢€Cl(p) q=" pz‘}

Jelikoz zdznam muze vzniknout derivovanim nékolika ruznych vzoru,
muze byt (a vétsinou také je) takovych kotenu vice. Nasi snahou bude hledat
vzory, které jsou kofenem deriva¢niho stromu.

8Tedy ten, ktery by se piimo pouzil v morfologické analyze pro dané slovo a vznikl
néjakou derivaci zaznamu slovnikového.

9Dopoustime se zde uréité nepiesnosti: nékteré uzly derivac¢niho grafu mohou byt spo-
jené, pokud vice ruznych derivaci vede ke stejnému vzoru (viz obr. 2.1). Jednd se pak
o orientovany acyklicky graf, DAG. Nicméné muzeme si predstavit tyto uzly oddélené a
zustane nam strom i v matematickém smyslu. Dovolime si tedy pouzivat pojem strom i
pro tento acyklicky graf.
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@ zajem-ce
lky C

ns3n UV zdemc-ov
zajemky-né
nin
kynin

in zajekynin-o
Obrézek 2.1: Kofen deriva¢niho stromu.

2.2.4 Kombinované vzory

Jak uz bylo uvedeno v oddilu 2.2.2, existuji lemmata, ktera tvori tvary pomoci
vice vzoru. Jedna se vlastné o urcity druh nepravidelnosti — kdyby tato slova
byla pravidelna, pravdépodobné by méla zvlastni vzor. Mnoho téchto slov ma
vice ruznych korenu, naptiklad ke slovesu poklast patii vzoru Sest, z nichz
pouze dva maji stejny kofen

pokléas t  =pokladst poklast, poklasti

poklad’ i1 =poklast pokladme, pokladte, ..., poklad’tez
poklad pl =poklast pokladu, poklade, ..., pokladou
pokladl r =poklast poklad, poklada, poklado, ..., pokladyt
poklad md =poklast pokladsi, pokladsSe, pokladsiho, ...
pokladen s2 =poklast pokladeni, pokladené, pokladenost, ...

Chteéli bychom néjakym zpusobem formalizovat, ze dané vzory mohou
v nékterych ptipadech tvofit tvary jednoho lemmatu. Prostiedek, ktery se
k tomu nabizi, jsou deriva¢ni vzory. Pro kazdou takovouto skupinu vzoru
jednoho lemmatu vytvorime novy morfologicky vzor, ktery bude reprezento-
vat celou skupinu, a pridame derivacni vzory, které ndm budou udavat, jak
z nového vzoru ziskame ptuvodni vzory.

Zbyva rozmyslet, jak bude vypadat novy spoletny kofen a jakymi suf-
fixy se z néj budou vytvaret kofeny puvodni — jako novy kofen vezmeme
maximalni spolecny prefix puvodnich korenu.

Novy vzor pojmenujeme napiiklad tak, ze soucasti jména deriva¢niho
vzoru jsou jednak puvodni vzory, jednak sufixy, které dopliuji novy kofen
na puvodni kofeny:

i1 ad’+md_ad+pl_ad+r_adl+s2_aden+t_&s
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Nové derivaéni vzory pak maji tvar (viz oddil 1.1.4):

i1_ad’+md_ad+pl_ad+r_adl+s2_aden+t_&s aden,s2,0,0,0,0,%
i1 ad’+md_ad+pl_ad+r_adl+s2_aden+t &s ad’,11,0,0,0,0,%
il_ad'+md_ad+p1_ad+r_adl+s2_aden+t_és adl,r,0,0,0,0,x*
il_ad’+md_ad+pl_ad+r_adl+s2_aden+t_as ad,md,0,0,0,0,
il_ad’+md_ad+pl_ad+r_adl+s2_aden+t_as ad,p1,0,0,0,0,
il_ad’+md_ad+pl_ad+r_adl+s2_aden+t_as 4&s,t,0,0,0,0,%

Pokud popsanou operaci provedeme na vSechna lemmata ve slovniku a
vypustime derivacni vzory, které se vyskytuji pouze jednou, dostaneme se
z puvodnich 236 vzort na 1311 a z puvodnich 651 deriva¢nich vzoru na 4439.

Timto postupem ziskdme moznost zlepsit presnost vysledku, na druhou
stranu se jednd o pomérné vyrazné zvyseni poc¢tu vzoru (a tim i zpomaleni
programu, které se vzory pracuji).

2.2.5 Predpony

Pouzitd morfologie rozeznava pouze dvé predpony: nej- a ne-. Slova, kterd
jsou odvozena jinou predponou (napf. do-, na-, u-, vy-, za-), se pokladaji
za ruzna slova a vyzaduji samostatny zaznam ve slovniku.

Zda dany tvar slova muze byt uvozen jednou z predpon nej- a ne-
(piipadné obéma), je mozné zjistit z pouzitého vzoru. Bohuzel to ale ne-
znamena, ze by ve slovniku byly uvedeny pouze pozitivni tvary slov:

pravd znl =pravda
nepravd znl =nepravda

Vzor znl umoznuje u vSech svych tvaru negaci (tedy ne-pravda i
ne-nepravda). Mdme-li ur¢it kofen a vzor slova nepravda, nevime, jestli
je to negativni tvar slova pravda, nebo zvlastni slovo. Nékteré tyto zdznamy
ve slovniku mohou byt hodnoceny jako chybné, ale existuji naptiklad i slova
s predponou, kterda nemaji pozitivni tvar, ackoli z hlediska morfologie by
klidné existovat mohl. Typickym piikladem je slovo negace.

Pokud tedy mame zjistit kofen (a lemma) ptislusejici k neznamému slovu,
které obsahuje jednu z predpon (nej-, ne-, nejne-), nemuzeme si byt jisti,
zda se jedna opravdu o predponu, nebo jen o soucast slova.

2.3 Algoritmy

Nyni se zamérime na to, kterymi metodami 1ze s co nejvétsi presnosti urcit,
jaky vzor nélezi neznamym slovim. Jedna se prevazné o jednoduché sta-
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tistické metody zalozené na odhadu pravdépodobnosti pomoci sledovani
¢etnosti v trénovacich datech.

Na zacatku uvedeme algoritmus pro generovani vSech moznych vzoru
pro zadand slova, poté ho rozsitime na nékolik slov. Nésledovat bude po-
pis metod, které jsme pouzili a implementovali. Budeme pouzivat ruzné
pravdépodobnostni modely, pied jejich pouzitim je vzdy popiSeme.

2.3.1 Generovani moznych vzoru

Zcela zakladnim tkolem pro nés bude vygenerovat pro kazdé slovo vsechny
jeho mozné vzory. Budeme k tomu potiebovat tabulku Ending2Paradigm, ve
které bude uveden seznam moznych zakladnich vzoru pro kazdou koncovku.
Muzeme si ji predpocitat invertovanim tabulky koncovek z morfologie (viz
oddil 1.1.5).

Algoritmus generovani vzoru bude probihat takto:

e Dané slovo nejprve rozdélime vSemi moznymi zpuisoby na koten a kon-
covku (ta muze byt i prdzdnd).

e Pro kazdou koncovku najdeme v tabulce Ending2Paradigm mozné
zékladni vzory. Dostaneme tak trojici (kofen, vzor, koncovka). Kon-
covku zapomeneme, a tim vzniknou dvojice (kofen, vzor). Ziskali jsme
zakladni vzory prislusejici danému slovu.

e Dale je potieba najit zpétny ,,uzaveér* zakladnich vzoru. Ten ziskame
tak, ze projdeme opatnym smérem mozné derivace (s tim, ze zo-
hlednime zménu v koteni slova).

Uvedeny postup si ukdzeme na slové zdjemkynino. Podle prvniho bodu
dostaneme jako jedno z rozdéleni zajemkynin-o. Podivame-li se do tabulky
Ending2Paradigm, zjistime, ze seznam vzoru pro tuto koncovku ma dvacet
polozek (r, mt7, znlx, in, aj, znl9, mts, mt1, si, ajn, pdl, rx, zn20, mtix,
ccf, mtle, znl, pd2, zn7, mtli — pét ruznych variant vzoru Zena, Sest va-
riant vzoru meésto, dvé varianty vzoru predseda atd). Je mezi nimi i vzor in
(s kofenem z&jemkynin. Podivdme se nyni, jak najdeme uzdvér pro tento
vzor. V prehledu deriva¢nich vzoru vyhledame mozné zpétné derivace, které
prichézeji v ivahu. Zajimaji nas pouze ty, které jako druhou polozku maji
konec aktualniho kotene.

ns3n nin,in,r0,nin,0,0,-

znln in,in,r0,in,0,0,-

sclo kynin,in,rO,kynin,r0,kyné&,-
scl kynin,in,r0,kynin,r0,kyné&, -
mz5 kynin,in,r0,kynin,r0,kyné&, -
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Do seznamu vzoru priddme polozky: (zdjemky, ns3n), (zdjemkyn, znln),
(zdjem, sclo), (zajem, scl) a (zdjem, mz5).

Rekurzivni aplikaci na vzory ns3n a mz5 (ostatni maji jen identické zpétné
derivace) dostaneme dalsi derivaéni vzory:

sclo ky,ns3n,r0,kyné&,0,0,-
scl ky,ns3n,r0,kyn&,0,0,-
mz5 ky,ns3n,r0,kyn&,0,0,-
mz5i 0,mz5,0,0,0,0,%

Jediny novy vzor je (zajem, mzbi), ostatni uz v seznamu mame. Takto
jsme ziskali uzavér pro vzor in, pro zbyvajicich devatenact vzoru bychom
postupovali obdobné. Diilezité je, ze ptivodni slovnikové heslo!”

zdjem scl =z&jemce

je mezi nalezenymi pary.

Je ziejmé, ze moznych dvojic (kofen, vzor) bude mnoho. Navic existuji
vzory, které maji pro nékteré tvary prazdné koncovky (naptiklad vzor hrad
v nominativu singuldru). Prazdnou koncovku ziskdme pii déleni slova na
kofen a koncovku u libovolného slova, takze takové vzory budou v seznamu
obsazeny vzdy.

Uvedeny postup je formalné popsan jako algoritmus 2.

Algoritmus 2 GetPossibleWordParadigms: Vrati vSechny mozné dvojice
(kofen, vzor), pro slovo w.

Vstup: slovo w
Vystup: vSechny dvojice (kotfen, vzor) odpovidajici slovu w
for all rozdéleni slova w na kofen root a koncovku ending'' do
for all vzor paradigm € Ending2Paradigm|ending] do
basic; — (root, paradigm)
end for
end for
{Najdeme ,,uzaver“ zpétnych derivaci}
for all (root, paradigm) € basic do
result; < Cl(root, paradigm)?
end for
return(result)

0Viz piiklad v oddilu 1.1.4

1 Algoritmus piedpokladd, ze vstupni slova jiz neobsahuji predponu.

12Je zde pouzito rozsifeni funkce CI tak, ze soucasné se zménou vzoru se patiiéné zméni
také koten slova.
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Generovani moznych vzoru pro skupinu slov

Nyni algoritmus rozsitime na skupinu slov. To bude uzitecné piredevsim
v piipadé, kdy najdeme vice tvaru jednoho slova a budeme chtit zjistit, které
vzory jsou pripustné pro vSechny tvary soucasné.

Vyuzijeme algoritmus 2, ktery nam vrati seznam piipustnych dvojic
(koten, vzor) pro kazdé slovo. Jelikoz chceme vybrat ty polozky, které od-
povidaji vSem slovum, provedeme operaci pruniku na vSechny seznamy. Po-
psany postup formalizujeme zapisem jako algoritmus 3.

Algoritmus 3 GetPossibleWordGroupParadigms: Generuje mozné dvojice
(koten, vzor) pro skupinu slov

Vstup: slova w = {wy,...,w,}
Vystup: vsechny dvojice (kofen, vzor) odpovidajici slovam wy, . .., w,
for : =0 ton do
(root;, paradigm;) «— GetPossibleW ord Paradigms(w;)
end for
result < (=1, n(root;, paradigm;)
return(result)

2.3.2 Prirazeni nejpravdépodobnéjsich vzoru

Nyni umime najit mozné vzory (péary (kofen, vzor)) k jednomu i vice
neznamym slovim. Muzeme se tedy zacit zabyvat metodami, které nam
umozni s co nejvétsi presnosti uréit, ktery z moznych vzoru je ten spravny.

K tomu muzeme vyuzit nejruznéjsi postupy, od zkouméni piredpon,
korenu a koncovek slov az po zkoumani okoli neznamych slov. Prestoze jsou
to metody rozlicné, miuzeme mezi nimi najit dvé vyznamné skupiny:

Metody nekontextové zkoumaji pouze samotné slovo, jeho mozné kon-
covky, koten, predpony, pripadné dalsi vlastnosti.

Metody kontextové se zamétuji na okoli neznamého slova a snazi se v ném
najit napovedu k uréeni tvaru, pifpadné vzoru slova'®, nebo alespoil
nékteré tvary vyloucit.

Daéle uvedeme tii metody nekontextové a jednu kontextovou. Nejprve vsak
zavedeme model, ve kterém se budeme pohybovat.

13Je ziejmé, ze pokud se tésné pied nezndmym slovem kostliveZek, broudigek nebo
Sevecek vyskytuje slovo maly, bude to pravdépodobné tvar nékterého muzského vzoru.
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2.4 Pravdépodobnostni model

V oblasti zpracovani prirozeného jazyka casto potfebujeme odhadnout, s ja-
kou pravdépodobnosti nastane ur¢ity jev. Napiiklad nas muze zajimat, jak
je pravdépodobné, ze po slové vysoky bude nasledovat slovo strom, dum,
piipadné slovo kaluz. Je ziejmé, ze prvni dva pripady budou pravdépo-
dobnéjsi nez pripad tieti. Chceme-li takové zdkonitosti néjak zachytit ¢i
formalizovat, budeme pottebovat pravdépodobnostni model, ktery kazdému
moznému vysledku ptitadi pravdépodobnost, s jakou jev nastane. Protoze
presné pravdépodobnosti nezndame, budeme se k nim chtit alespon priblizit.
K odhadu pravdépodobnosti P(A) jevu A pouzijeme jeho relativni
¢etnost, coz je jeho absolutn{ éetnost'* C'(A) délend poctem pokust N:

Podobné pro podminénou pravdépodobnost P(A|B) jevu A, nastal-li jev
B, odhadneme pocet pripadu, kdy nastal jev A, nastal-li jev B, a vydélime
poctem pripadu, kdy nastal jev B:

pap) = CAIB)
C(B)

Pro pouzity postup se pouziva termin Metoda maximalni vérohodnosti
(MLE)®. Je to jedna z nejjednodussich metod, jak uréit nezndmé rozdélent
nahodné veli¢iny z predchazejicich vysledku pokusu.

Pouziti této metody je rozdéleno do dvou fazi: nejdiive se stanovi
pravdépodobnosti jednotlivych jevii pomoci ¢etnosti v predem oznacenych
datech (faze trénovéni) a poté se zjisténé pravdépodobnosti aplikuji na
vstupni data (faze vybavovani, v nasem piipadé se jednd o pfifazovani vzoru).

2.4.1 Odhad pravdépodobnosti

Tato faze se nékdy také nazyva trénovani'® — uréujeme pravdépodobnosti

jednotlivych podminénych jevii na zakladé trénovacich dat, kterda mame
k dispozici. Trénujeme vlastné nas model tak, aby co nejlépe odpovidal
trénovacim datum, neboli se snazime maximalizovat pravdépodobnost téchto
dat v nasem modelu. V piipadé metody maximalni vérohodnosti pocitame
relativni frekvence jednotlivych jevu.

4Neboli poéet piiznivych vysledkii pokusu.
S Maximum Likelihood Estimation

VVVVVV

vovych modelu apod.).
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Podivejme se na metodu maximélni vérohodnosti v souvislosti s pravde-
podobnosti vyskytu koncovek pro dany vzor, napiiklad vzor pisen.

V predem oznacenych (trénovacich) datech se vyskytuje celkem sedm
ruznych tvaru slov, kterd maji vzor pisen: da-ni, da-ni, dla-ii, hole-ng,
kampa-ni, kampa-ii, sk¥i-fi. Pocet koncovek, jejich cetnosti a odhadnuté
pravdépodobnosti jsou shrnuty v tabulce 2.2.

koncovka | absolutni ¢etnost | relativni ¢etnost
-n 3 0.42857
-ni 2 0.28571
-né 1 0.14286
-ni 1 0.14286

Tabulka 2.2: Prehled koncovek vzoru pisen v trénovacich datech

Narazime-li pfi hodnoceni na slovo, které ma vzor pisen, muzeme podle
naseho modelu Fict, ze s nejvétsi pravdépodobnosti (42,857 %) bude mit
koncovku -ii.

2.4.2 Vyhlazovani

Uvazme, co se stane, pokud mame odhadnuté pravdépodobnosti pro vzor
pisen (viz tabulka 2.2) a narazime v textu na slovo napln&mi. Zakonceni
-emi v tabulce nemédme, a jelikoz soucet pravdépodobnosti moznych jevu je
vzdy 1, musime této koncovce pritadit nulovou pravdépodobnost. Vidime, ze
nas model neni piilis dobry — slovu, které se vyskytuje v textu, pritazuje
nulovou pravdépodobnost (jev nemozny).

Narazili jsme na problém, ktery se pii aplikaci statistickych metod
v pocitacové lingvistice vyskytuje velmi casto — problém tidkych dat. Ackoli
jsou pro cestinu dostupné pomérné rozsahlé zdroje dat (miliény az stovky
miliénu slov), stejné nastanou jevy, které se v téchto datech nevyskytuji,
a tudiz ve fazi trénovani nebyly zachyceny (a nebyla patfiéné upravena
pravdépodobnosti jejich vyskytu).

Vyhlazovani je metoda, jejimz tkolem je ptiradit nenulové pravdépodob-
nosti i jevum, které se v trénovacich datech vibec nevyskytovaly z duvodu
fidkosti dat. Stdle ovSem musi platit, ze soucet pravdépodobnosti vsech
moznych jevu je 1. Abychom mohli pfifadit nenulovou pravdépodobnost
jevum nevidénym, musime naopak néjakym zpusobem snizit pravdépodob-
nost jevim, které jsme v trénovacich datech vidéli.
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Laplaceuv zakon

Nejjednodussi zpusob, jak dosdéhnout pfitazeni nenulovych pravdépodobnos-
ti, je kazdému moznému vysledku piiradit absolutni ¢etnost alespon 1 (tedy
predpokldddame, ze kazdy vysledek jsme vidéli alespon jednou):

C(A) + 1

PLap<A> = N 4 B

B je zde pocet moznych vysledku. Problém této metody je, ze nikdy
nevidénym jevum pridéluje prilis velkou pravdépodobnost oproti jevum, které
byly v trénovacich datech pozorovany s malou ¢etnosti. Spatné rozlisuje jevy
nemozné a jevy nastavajici malokdy. V literatute je tento postup oznacovan
jako Laplaceuv zékon.

Lidstonuv ziakon

Pouzivanéjsi je zakon Lidstonuv, ktery umoznuje nastavit, jakd cetnost
bude pridélena jevam, které se nevyskytovaly v trénovacich datech. Para-
metr A ovliviiuje véahu, kterou se tyto jevy budou projevovat v celkovém
rozdéleni. Mtuze nabyvat hodnoty od 0, kdy se vzorec méni v puvodni odhad
pravdépodobnosti pomoci metody maximalni vérohodnosti, az po 1, coz je
vlastné Laplaceuv zakon.

C(A) + X

Pria(4) = + BA

Je zajimavé, ze na Lidstonuv zdkon muzeme pohlizet také jako na linearni

kombinaci metody maximélni vérohodnosti a uniformniho rozdéleni:”
C(A) 1
PrigA)=p——+ (1 —p)—=
Lid(A) = p—y= + (1= p) 3

V literatute [8] se uvadi jako nejpouzivanéjsi hodnota parametru A = %
Jedna se zfejmé o lepsi odhad nez v pripadu Laplaceova zakona, ale stdle to
nemusi byt hodnota optimélni. Jak ale takovou optimalni hodnotu najit?

Jak jiz bylo zminéno vySe, snazime se maximalizovat pravdépodobnost
trénovacich dat. To ndm ovSem v praxi piilis nevyhovuje, protoze algoritmy
nebudeme aplikovat na trénovaci data, ale data redlna, ktera jsme jesté nikdy
nevidéli. Chtéli bychom tedy maximalizovat pravdépodobnost na redlnych
datech, ta ovSsem nemame k dispozici. Muzeme zvolit kompromis, nejdiive
budeme maximalizovat pravdépodobnost trénovacich dat a poté se na jinych

"Dosazenim p = % se dostaneme k puvodnimu vzorci.
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datech budeme snazit odhadnout pravdépodobnosti jevu, které jsme neza-
znamenali v trénovacich datech.

Je ziejmé, ze k poslednimu kroku potfebujeme data jind nez trénovaci'®,
pouzivé se pro né oznaceni odlozend data'®.

Budeme tedy maximalizovat pravdépodobnost odlozenych dat, v piipadé
Lidstonova zakona pomoci parametru A. Pravdépodobnost dat umime
spocitat pro jednu konkrétni hodnotu parametru; budeme potiebovat me-
todu, jak ziskat maximum funkce P(A) pro ruzné hodnoty A.

Metoda zlatého rfezu

Maximalizace (minimalizace) metodou zlatého fezu?® je jednoduchy nume-
ricky algoritmus, ktery pro danou funkci uréi extrém pomoci jejich hodnot.
Funkce muze byt pomeérné obecnd: staci, aby byla spojitda a aby v daném
intervalu nabyvala alespon jednoho maxima (minima). Pro kazdou iteraci je
potieba spocitat hodnotu pouze v jednom dalsim bodé.

Predpokladejme, ze funkce f(z) je na intervalu (a, ¢) spojitd a nabyva na
intervalu (a, ¢) maxima. Existuje tedy bod b € (a, c) takovy, ze f(b) > f(a)
a soucasné f(b) > f(c).

Metoda zlatého fezu hledd maximum na intervalu (a,c) nésledujicim
zpusobem:

e V delsim z intervalu (a,b) a (b, ¢) vybereme bod z. Bez jmy na obec-
nosti muzeme piedpoklddat, ze x € (a,b), neboli a < x < b < ¢. Bod
je vybran tak, ze déli deldf z intervalti v pomeéru zlatého fezu?!.

e Spocitame f(z) a podle jejiho vysledku zménime jeden z krajnich bodu
intervalu (a, c).

— Je-li f(z) > f(b), budeme maximum hledat v intervalu (a, b) (a <
x < b),

— je-li f(x) < f(b), budeme maximum hledat v intervalu (b, c) (z <
b<c).

e Maximum, které jsme dosud nasli, je prostiedni bod z aktudlniho in-
tervalu. Postup opakujeme, dokud interval, ve kterém extrém hledédme,
neni dostatecné maly (mensi nez predem danad hodnota).

187ajim4 nés totiz pravdépodobnost jevil, které se v trénovacich datech viibec nevysky-
tuji, tedy z principu musi jit o jind data.

Y Casto jsou oznacovana jako heldout data. Nézev pomérné dobie vystihuje, ze data
jsou odlozend pied trénovanim za ucelem vyhlazovani.

20V literatufe je ¢asto pouzivan termin Golden Section Search.

H1-yg):g,kde g = —3_2‘/5
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Jiny druh vyhlazovani si predstavime v kapitole 2.4.4, kde se bude jednat
o vyhlazovani n-gramu.

2.4.3 Nekontextové metody

Nyni konectné muzeme prikro¢it k metodam, které pouzijeme pro nalezeni
nejpravdépodobnéjsich vzoru pro neznama slova. V tomto oddilu se zamérime
na metody, které se zabyvaji pouze danym slovem, bez ohledu na slova okolni.
Nasim cilem je tedy odhadnout pravdépodobnost, s jakou je urcita dvojice
(koten, vzor) vzorem slova w, neboli:

P((koten, vzor)|w)

Prvni metodou, kterou si predstavime, je vybér nejpravdépodobnéjsiho
z moznych vzoru, dalsi metody se budou zabyvat koncovkami slov a za-
kon¢enim kotene slova.

Nejpravdépodobnéjsi ze vzora

Tato metoda je naprosto zékladni a asi jedna z prvnich, ktera ¢lovéka pti
pohledu na problém napadne, je vSak az prekvapivé uc¢inna. Predstavme si,
ze pro neznamé slovo zname seznam dvojic (kofen, vzor), které jsou pro néj
pripustné (vystup algoritmu 2). Tento seznam se lisi slovo od slova, zalezi
predevsim na moznych koncovkach slova. Neni presné urceno, jak dlouhé
koncovky se berou v ivahu — to zélezi na tom, zda konec slova tvoti koncovku
nékterého ze vzoru, ¢i nikoli.

Settidény seznam moznych vzoru tvoii vlastné néco jako otisk daného
slova, ktery ho svym zpusobem reprezentuje. Slovo, které je stejného vzoru (a
stejného tvaru), bude mit pravdépodobné stejny nebo velmi podobny seznam
moznych vzoru.

Uplné stejna uvaha plati i pro skupinu slov — opét dostaneme seznam
moznych vzoru, ale tentokrat bude pro vSechna slova spoletny. Seznam neni
nikdy delsf nez nejkratsi ze seznamt pro jednotliva slova?2.

Napiiklad pro slova: demonstracich a demonstracemi je spoleény otisk?
vzori nasledujici?*:

ns07.ns1.ns10.ns3x.ns7.ps18.psb

22Jak plyne z vlastnosti priniku.

230tisk pro jedno slovo m& vzori mnohondsobné vice, je to zplisobeno mnoha vzory
s nulovou koncovkou.

24Vzory jsou lexikograficky uspofddané a oddélené teckou
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Ptesné stejny otisk dostaneme i od slov filtracich a filtracemi. Otisk
nam takto vlastné umoznuje uchopit slova, ktera maji shodné nebo velmi
podobné koncovky.

Na tomto misté je dobré pripomenout, ze dosud jsme vzdy uvazovali
nejen o vzoru samotném, ale soucasné i o koreni daného slova. To se nam
v tomto pripadé prilis nehodi — v otisku nemuzeme mit zakomponovan
koten, protoze otisk by pak platil jen pro jedno konkrétni slovo. Zaroven ale
potiebujeme néjak zachytit, ze dané slovo muze patiit ke vzoru s pouzitim
nékolika ruznych koncovek (napi. tvar Zenou z oddilu 2.2). Nabizi se feseni
takové, ze si vyskyty koncovek pro ruzné vzory ocislujeme a pro otisk budeme
pouzivat vzory soucasné s poradim. Napiiklad pro tvar Zenou by soucasti
otisku bylo:

.zZn.zn-2.zn-3.

Féze trénovani probiha tak, ze pro kazdy otisk, ktery se vyskytuje
v trénovacich datech, po¢itame rozdéleni jednotlivych moznych vzoru. Z néj
odvodime pravdépodobnosti metodou MLE a hodnoty vyhladime pomoci
metody Lindstonova zdkona a metody zlatého Tezu na odlozenych datech.
Parametr A se urcuje pro vSechny otisky dohromady.

Vysledkem trénovaciho procesu je tabulka Pps[otisk, vzor]|, kde je pro
kazdy otisk uvedena pravdépodobnost jednotlivych vzoru (at uz ziskand
z trénovacich dat, nebo ve fézi vyhlazovani). Jeji pouziti je piimocaré, nej-
prve ziskdme otisk pro zadané vstupni slovo (pripadneé slova) a poté pro kazdy
z moznych vzoru najdeme v tabulce jeho pravdépodobnost.

Postup je popsan jako algoritmus 4.

Koncovky vzoru

Dalsi z metod s pomérné zrejmou motivaci je zaméreni se na ¢etnosti vyskytu
jednotlivych koncovek vzorti v béznych textech. Cestina je flexivni jazyk
a velkd ¢dst slov tvoif mnoho riznych koncovek?. Je ziejmé, Ze ne vSechny
se budou pouzivat stejné casto, a toho se pokusime vyuzit v metodé sledujici
¢etnost koncovek pro rizné vzory.

Popsana metoda je formalizovand zapisem algoritmu 5. Pouziva se
v ni tabulka Ppg|vzor,koncovka|, kterd vznikne v trénovaci fazi a vy-
jadfuje pravdépodobnost, ze pro vzor bude pouzita koncovka. Stejné jako
u predchozi metody dojde pri trénovani ke stanoveni rozdéleni metodou MLE
a nasledné jsou rozdéleni vyhlazena na odlozenych datech.

25Existuje mnoho slov, kterd maji pies dvé desitky riznych koncovek.
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Algoritmus 4 ScorePS: Kazdou dvojici (kofen, vzor) ohodnoti pravdépo-
dobnosti, s jakou se muze vyskytnout pro danou skupinu slov. Pouziva ta-
bulku Ppg, ktera pritadi mnoziné moznych vzoru pravdépodobnost vyskytu
kazdého z nich.
Vstup: seznam slov w = {wq,...,w,}, seznam gp = {gpi1,...,90m}
moznych dvojic (kofen, vzor) pro slova z w
Vystup: vektor prob = {proby,...,prob,} — pravdépodobnostni ohodno-
ceni kazdé dvojice.
for all (koten, vzor) € gp do
otisk «— otisk @ vzor {konkatenace}
end for
for all (kofen, vzor) € gp do
prob; « Ppslotisk, vzor]
end for
return(prob)

Algoritmus 5 ScorePE: Kazdou dvojici (kofen, vzor) ohodnoti pravdépo-
dobnosti, s jakou se muze vyskytnout pro danou skupinu slov. Pouziva ta-
bulku Ppg[vzor, koncovka] pravdépodobnosti vyskytu koncovek pro jednot-
livé vzory.
Vstup: seznam slov w = {wq,...,w,}, seznam gp = {gp1,...,90m}
moznych dvojic (kotfen, vzor) pro slova z w
Vystup: vektor prob = {proby,...,prob,} — pravdépodobnostni ohodno-
ceni kazdé dvojice.
for all (root, paradigm) € gp do
for : =0 ton do
ending < w; © root {ze slova w; odiizneme koncovku}
prob; « Ppe[paradigm, ending]
end for
end for
return(prob)
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Zakonéeni korene slova

Pti testovani predchézejicich dvou metod jsme zjistili, ze algoritmus pomérné
¢asto chybuje pti rozlisovani dokonavych a nedokonavych sloves. Aby také ne,
podle otiskil ani podle koncovek se vétsinou tyto dvé tiidy sloves nerozligi®.

Naptiklad pro slova §it, prigit a zagit je konec slova identicky, a pfesto
je slovo it nedokonavé a pfisit a zag§it jsou slova dokonava.

Metoda, ktera se primo nabizi, je sledovat ¢etnosti vyskytu ruznych
predpon. Jeji vysledky nicméné nebyly uspokojivé — vétsina predpon ne-
vytvaii jednoznacnou vazbu s dokonavymi slovesy, jak naznacuje tabulka 2.3.
Navic tato metoda by byla vazana pouze na nékolik vzoru pravidelnych do-
konavych a nedokonavych sloves. Pii analyze problému ale zaujme jina vlast-

dokonava ‘ nedokonava

pri-si-t pri-siv-at
za-Si-t za-Siv-at
do-si-t do-siv-at

Tabulka 2.3: Ptredpony dokonavych a nedokonavych sloves

nost téchto slov, zfejmé i z uvedené tabulky. Ukazalo se, Ze poslednich nékolik
pismen kotene slova je pomérné uspésny indikator toho, zda je sloveso doko-
navé, ¢i nikoli. Proto jsme zavedli metodu, ktera ptitazuje pravdépodobnost
na zakladé vyskytu poslednich dvou pismen kotene daného slova.

Opét je pro trénovani pouzita metoda MLE, pro vyhlazovani Laplaceuv
zakon a metoda zlatého fezu. Vznikne tabulka pravdépodobnosti pro dany
vzor a koncovku kotene Pgg[vzor, koncovka]. Postup vyhodnocovani s pomoci
této tabulky je popsan jako algoritmus 6.

2.4.4 Metody vyuzivajici kontext

Kromé metod zalozenych na zkoumani slova muzeme vyuzit i informace,
které nam dava okolni text. Podobné postupuje i ¢lovék, pokud cte text, ve
kterém jsou pro néj neznama slova — vsima si kontextu a podle néj se snazi
domyslet vyznam neznamych slov. Nas sice bude zajimat pouze vzor, nikoliv
vyznam slova, presto nam informace z okoli slova muze vyznamné pomoci.
Hezkym piikladem je shoda adjektiva se substantivem v rodé a padu:
vyskytuji-li se ve vété bezprostiedné za sebou slova vid&l vousatého a
za nimi substantivum, bude to velmi pravdépodobné substantivum rodu

26Dokonavé vzory se lisf od nedokonavych pouze v existenci koncovek pro piechodnik
minuly resp. piitomny.
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Algoritmus 6 ScoreRE: Kazdou dvojici (kotfen, vzor) ohodnoti pravde-
podobnosti, s jakou se dvojice muze vyskytnout pro danou skupinu slov.
Pouzivé tabulku Pgg[vzor, koncovka| pravdépodobnosti vyskytu vzoru pro
zakonceni kofene.
Vstup: seznam slov w = {wq,...,w,}, seznam gp = {gp1,...,90m}
moznych dvojic (kofen, vzor) pro slova z w
Vystup: vektor prob = {proby,...,prob,} — pravdépodobnostni ohodno-
ceni kazdé dvojice.
for all (root, paradigm) € gp do
root_ending «— substring(root, length(root) — 2,2)
prob; < Pge[paradigm, root_ending]
end for

muzského v akuzativu, tedy se shodnymi kategoriemi padu a rodu, jako mé
predchézejici adjektivum.

n-gramovy model

Na zachyceni okoli (kontextu) slova pouzijeme n-gramovy model. Ackoli neni
pro cestinu, jazyk s pomérné volnou stavbou véty, ptilis vhodny, je jedno-
duchy, srozumitelny a pro nas ucel postacujici.

Cilem modelu je odhadnout, jak bude vypadat aktuélni slovo (w,) na
zékladé historie, neboli slov jemu piedchazejicich (wq, ..., w,_1):

P(wy|wy .. wp_1)

Principem n-gramového modelu je ptredpoklad lokalni zdvislosti (Mar-
kovuv predpoklad): slovo je ovlivnéno pouze n — 1 predchozimi slovy. V ta-
kovém modelu tedy zalezi vzdy jen na n — 1 poslednich slovech, starsi slova
nemaji na aktualni zadny vliv.

Tento predpoklad ndam umozni vytvorit na skupinach slov tiidy ekviva-
lence, kdy v kazdé t¥idé jsou slova, kterd maji stejnou historii. V trénovaci
¢asti pocitame pro kazdou tiidu ekvivalence (historii) etnosti vyskytu slov a
z nich pak odvozujeme pravdépodobnosti metodou maximalni vérohodnosti
(MLE):

C(wy ... wy)
C(wy ... wp—1)

PMLE(wn|w1 e wn_l) =

Pro nas ucel budeme pouzivat n-gramy slozené nikoliv ze slov, ale z mor-
fologickych tagu. Budeme se tedy z historie snazit predpovédét, jaky tag
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bude na misté nezndmého slova?’. Zde je dobré podotknout, Ze tag samotny
nam k urceni vzoru pfimo nestaci, ale pomuze ndm (spolecné s koncovkou)
nékteré vzory vyloucit a jiné zvyhodnit.

Kromé snadné aplikovatelnosti je vyhodou pouziti tagi oproti slovim
také to, ze mame k dispozici podstatné , hustsi data, protoze stejné tvary
ruznych slov jsou reprezentovany jednim tagem. Néktera slova muze byt
presto vhodné zahrnout mezi n-gramy, protoze se vyskytuji srovnatelné casto
jako nékteré tagy a mohou vyznamné ovliviiovat historii®®.

Posledni otazka, kterou si musime rozmyslet, je, jak velkou historii bu-
deme potiebovat?. Zatim jsme vzdy uvazovali jen o predchézejicich slovech
(historii), ale nic ndm v principu nebrani podivat se i do ,,budoucnosti® na
nasledujici slova®’. V kapitole 3 provedeme experimenty s riznym nastavenim
n-gramu pro predchozi i pro nasledujici tagy.

Vyvazovani: linearni interpolace

Stejné jako v predchozich metodéch se i zde setkavame s problémem tidkych
dat. Neékteré n-gramy jsme v trénovacich datech nevidéli, prestoze jsou
mozné. Metoda MLE prifazuje takovym n-gramum pravdépodobnost 0,
stejné jako n-gramum nemoznym.

Cifm vétsi n, tim vets! detaily ndm model umoziuje zachytit, ale tim
méné spolehlivé informace dostaneme (z duvodu tidkych dat). Proto bychom
chtéli néjakym zpusobem kombinovat informace z modelu vyssich a nizsich
fadu. Naptiklad pro trigramovy model muzeme pouzit trigramy (s historif
velikosti 2), bigramy, unigramy (s historii velikosti 0) a rovnomérné rozdéleni.
Jednou z moznosti kombinovani riznych modelu je linedarni interpolace.

Jak nazev napovidd, vysledna pravdépodobnost vznikne jako linedrni
kombinace pravdépodobnosti, které jsou vysledkem jednotlivych metod.
Véahy metod jsou pak zohlednény pomoci koeficientu \;:

)\:<)\07)\17 72)\1

n
p/)\<wi|wifn+17-- , Wi1) Z)\ KDk (Wi | Wi — 1, Wi—1)

__0
v

2TMotivace je jasna z uvedeného piikladu. Navic jsme v rané verzi programu vyzkouseli
pomérné ucinny filtr na tagy, ktery vzdy vyzadoval shodu po sobé nésledujicich adjektiv
a substantiv. n-gramy jsou vlastné jeho zobecnénim.

28 Jednd se predevsim o tvary slovesa byt, predlozky, spojky atd.

29Neboli uréit hodnotu n ve slové n-gram.

30To, 7e se ¢asto pouzivaji pouze piedchézejici slova, vychazi piedevsim z aplikaci, kde
se podobné metody pouzivaji. Pokud bychom napiiklad uvazovali o rozpoznavani feci,
muzeme se pouze divat do historie na to, co fe¢nik pronesl, nikoli na to, co pronese.
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Pro nejcastéji pouzivané trigramy je vzorecek nésledujici:

pl)\<wi‘wi727 wifl) =

A
= A3ps(w;|wi—o, w;—1) + Aopa(w;|w;—1) + Aip1(w;) + ﬁ

K nalezeni optimélnich koeficientu pouzijeme opét optimaliza¢ni algorit-
mus na odlozenych datech, tentokrat EM algoritmus. Z trénovaci faze mame
pro kazdou historii urceny koeficienty py, ..., p,. Nasim cilem je maximalizo-
vat pravdépodobnost odlozenych dat H neboli minimalizovat entropii F (h;
je historie délky i — 1, H jsou odlozena data):

E=—(1/|H|) Y loga(p(wilh;)

i=1,...,|H]|
EM algoritmus probiha v nékolika krocich:
e Zvolime vektor A libovolné tak, ze A\; > 0,3 j\; = 1.
e Pruchodem pres odlozend data spocitdme ocekavané ¢etnosti pro A;:

Ajpj(wilhi)
C()\) — J17]
’ i:1§|H Ph(wilhy)

e Spocitame novy vektor A zalozeny na ocekavanych Cetnostech:

VN — C()‘j)
T Yo (M)

e Posledni dva kroky provddime iterativné, dokud nenf [A; — X’| < e pro
predem zvolenou konstantu e.

Piihradkové vyhlazovani

EM algoritmus nam umoznuje kombinovat ruzné spolehlivé metody tak, aby
co nejlépe odpovidaly odlozenym datum. Jednotlivym i-gramum (0-gramum
(rovnomérné rozdéleni), unigramum, bigramum atd.) ptitadi koeficient od-
povidajici jejich vaze pro dand data. Naptiklad pro trigramovy model muze
vypadat vysledek EM algoritmu takto:

A= (Ao, A1, Ao, A3) = (0.00394, 0.10546, 0.52202, 0.36859)

Vidime, ze nejveétsi vahu ziskaly bigramy, nasledované trigramy, uni-
gramy a rovnomérnym rozdélenim. Chtéli bychom, aby trigramy mély
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Obrazek 2.2: Koeficienty \; pro trigramovy model s prihradkovym vyhla-
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véhu co nejvyssi (umoznuji pojmout vice detaili), ale EM algoritmus je
znevyhodnil oproti bigramum. Duvodem je (jak jinak) fidkost dat pro tri-
gramovy model: na mnoha mistech odlozenych dat trigramy davaly nulovou
pravdépodobnost3!. Chtéli bychom nds model vylepsit tak, aby ty trigramy,
které jsou spolehlivé, byly ve vypoctu vah zvyhodnény oproti méné spoleh-
livym.

Jak ale rozhodnout, které jsou spolehlivé a které nikoli? Nabizi se jed-
noduchd hypotéza: ¢im ¢etnéjsi historie (¢im c¢astéji jsme ji vidéli), s tim
vétsi spolehlivosti muzeme urcit, jaké slovo bude néasledovat. Rozdélime tedy
n-gramy podle cetnosti historie na tiidy a spocitame koeficienty linearni in-
terpolace zvlast pro kazdou t¥idu. Tomuto postupu se ¥ikd prihrddkové vy-
hlazovani®?.

Rozdélime-li n-gramy podle historie na m ptihradek, bude vysledkem
EM algoritmu m + 1 vektoru A, pro kazdou prihradku jeden a jeden navic
pro nevidéné historie. Mozny vysledek je graficky znazornén na obrazku 2.2.
Je ztejmé, ze hypotéza o spolehlivéjsich n-gramech pro castéjsi historie je
pravdiva.

3L A tudiz ziskaly nizky souéet ocekévanych éetnosti v EM algoritmu.
32V literatufe se ¢asto setkdvdme s pojmem Bucketed Smoothing.
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2.4.5 Kombinace metod

Jednotlivé metody, ackoli jsou v nékterych ohledech velmi podobné, vyuzivaji
raznych zptsobit uréeni nejpravdépodobnéjsitho vzoru. Zadnd z nich vsak
nenf tak dokonald, aby zarucovala dostateénou tispésnost sama o sobé®3, ale
muzeme se jisté pokusit vysledky jednotlivych metod néjakym zpusobem
zkombinovat.

Kazda z metod nam déva pravdépodobnost pritazeni jednoho z moznych
vzoru k danému neznamému slovu. Nabizi se tedy moznost jednoduse kombi-
novat jednotliva pravdépodobnostni rozdéleni. Pokud budeme piedpokladat,
ze rozdeéleni jsou vzajemné nezavisld, muzeme pouzit vzorec:

Score((kofen, vzor)|w, h) =

= Ppg((kofen, vzor)|w) * Ppg((kofen, vzor)|w)
)

* Prp((koten, vzor)|w) * Pyg((kofen, vzor)|h)

kde Ppg, Ppg, Prg, Png jsou pravdépodobnosti prifazené nekontextovymi
metodami ,,nejpravdépodobnéjsi ze vzoru“, , koncovky vzoru“, ,,zakonceni
kotene“ a kontextovou metodou ,ngramu*.

Ke kombinaci metod se jesté vratime v oddilu 3.5.1, kde otestujeme
ucinnost jednotlivych metod a jejich kombinaci.

2.4.6 Prirazeni slov do skupin

V predchozich odstavcich jsme se pokusili predstavit nékolik jednoduchych
metod, jak na zékladé analyzy neznamého slova a bezprostiedniho okoli
co nejlépe urcit jeho vzor a kofen. VSechny popsané metody ale pracovaly
s kazdym slovem zvlast, coz jisté nemusi byt idedlni. Mame-li ve vstupnich
datech ruzné tvary jednoho slova, muzeme lépe usoudit, o ktery vzor se
jednéa. Dokonce i stejné tvary slov ndm mohou pomoci, protoze se vysky-
tuji v ruznych kontextech.

V idedlnim pfipadé nam takové slouceni slov vyrazné pomuze, jako
v piipadé tvart vaseil a vasni, které sdili jediny vzor psle.

Pritadit spravné do skupin slova se stejnym lemmatem je pomérné obtizny
ukol. Hledame vlastné rozklad mnoziny neznamych slov na t¥idy ekvivalence
podle prislusnosti k lemmatu. Takovych rozdéleni muze byt velmi mnoho —
stejné jako vsech podmnozin dané mnoziny — 2", tedy algoritmus, ktery by
kazdy takovy systém podmnozin provéfil bude mit slozitost3* alespon 27. Uz

33K cinnosti jednotlivych metod je jesté vratime v kapitole 3.
34Pouzivame notaci O(f(n)), kterd vyjadiuje, Ze algoritmus ma asymptotickou slozitost
jako funkce f(n).
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pro pomérné mald n prestava byt tato iloha v praxi fesitelna. Musime najit
néjaky postup, jak pocet moznosti zredukovat.

Podivame-li se na slova: kofenacek, kalhoty, postrkovany, vyrovi,
poslouchal, postrkoval, prchat, posledni, je kazdému Ctenafi ziejmé,
ze kromé slov postrkoval a postrkovany ma kazdé slovo jiné lemma. Jak
to clovek pozna? Uréité nezkousi vytvorit vSechny podmnoziny danych slov,
vidi hned, Ze kofendZek a vyrovi jsou ruznd slova, protoze zac¢inaji uplné
jinym pismenem (nemaji spolecny prefix). Na druhou stranu u slov posledni
a poslouchal uz se moznd nékdo na okamzik zamysli.

Tim, ze budeme pozadovat stejny prefix u tfid ekvivalence, muzeme
nékolikanasobné zredukovat slozitost problému. Je otazka, jak dlouhy by pre-
fix mél byt. Jako dobry kompromis se jevi velikost dvou pismen?®

Prestoze jsme vyrazné snizili pocet moznych podmnozin, stéle se muze
stat, ze slov se stejnym prefixem bude mnoho (v praxi desitky) a pocet
podmnozin bude stale jesté prilis velky. Navic potiebujeme kazdé rozdéleni
ohodnotit a zjistit, zda se jedna opravdu o rozklad podle piislusnosti k lem-
matum, ¢i nikoli, coz vsak zdaleka neni jednoduchy ani rychly tkol.

Abychom se z této zapeklité situace dostali, nabizi se moznost pouzit
hladovy algoritmus, ktery sice nemusi vzdy najit optimalni rozdéleni na
podmnoziny, zato bude pracovat v polynomiadlnim ¢ase. Algoritmus pouzivéa
funkci Score(wy, ..., w,), kterd pritadi kazdé skupiné slov ¢islo, jak moc je
pravdépodobné, ze vSechna slova ve skupiné sdili jeden vzor a lemma.

Algoritmus nejprve vytvoii pro kazdé slovo zvlastni ttidu a pro kazdé dveé
tiidy vypocita hodnotu funkce Score. Pokud je tato hodnota pro nékteré dvé
ttidy vyssi nez predem dand prahova hodnota, stavaji se tiidy kandidatem
na slouceni. Z takovychto kandidatskych dvojic vybereme tu, ktera dosahuje
maximalni hodnoty Score, a tiidy slou¢ime. Déle je nutné prepocitat funkci
Score nové vzniklé tiidy s ostatnimi. Algoritmus konci ve chvili, kdy nee-
xistuje dvojice tiid, ktera by byla tvofena kandidaty na slouceni. Postup je
formalné popséan jako algoritmus 7, prahova hodnota je oznacena jako Cutoff.

Funkce Score

Zatim jsme predpokladali existenci funkce Score(wy, ..., w,), ale neukazali
jsme, jak takovou funkci zkonstruovat. Zamysleme se nad tim, jaké vlastnosti
po ni pozadujeme. Chceme, aby funkce zhodnotila skupinu slov, zda muze
mit spolec¢né lemma, neboli zda jsou to tvary odvozené od jednoho slova. Jak
vime, tvary se odvozuji pomoci vzoru a koncovek, takze vlastné chceme, aby
funkce odpovidala tomu, zda slova mohou mit spolec¢ny kofen a vzor.

35Existujf slova, jejichz tvary majf riizna prvn{ dvé pismena (napi. slova izkych, uzsich,
coZ jsou tvary slova dzky), ale to jsou spise vyjimky.
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Algoritmus 7 CreateWordGroups: Rozdéli slova na skupiny, v kazdé skupiné
jsou slova odvozena od stejného lemmatu.

Vstup: slova w = {wy,...,w,}

Vystup: skupiny slov g = {g1,...,9m}
{Vytvorime n skupin, kazdé slovo ma vlastni skupinu}
for all w; € {wy,...,w,} do

qw; <— w;
gp; <+ GetPossibleW ordParadigms(wy)
end for
{Spocitame skére pro pruniky vzoru}
forallie {1,...,n},j€{l,...,n},i<jdo
Sij — mazyee(Score(gw; U gw;, gp; N gp;))
end for
while Eli,j(SZ'J' > CUtOﬁ) do
{Najdeme kandidata na slouceni}
(i) — argmaz(S. )
{Sloué¢ime skupiny 7 a j}
gpi < gpi N gp;
gpj <0
gw; < gw; U g
gw; 0
{Ptepocitame skére pro novou skupinu g; }
for k=1 ton do
if £ < i then
Sk.i <= Maxyop(Score(gp; N gpr))
else if £ > ¢ then
Sik +— mazyap(Score(gp; N gpk))
end if
end for
end while
{Vypustime prézdné skupiny}
for i =1 ton do
if gw; # () then
gi < gw;
end if
end for
return(g)
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Nedal by se pro tento 1ucel pouzit predpis, ktery jsme vytvorili v oddilu
2.4.57 Funkce ohodnoti kazdy ze spoleénych vzoru pravdépodobnosti, s ja-
kou je vzor pro dané slovo relevantni. Pro kazdou hodnocenou skupinu slov
vybereme vzor s maximalni pravdépodobnosti a budeme mit za to, ze s touto
pravdépodobnosti patii skupiné slov dany vzor a kofen, a tudiz slova sdili
spolecné lemma.

Staci nam pouze rozsitit existujici algoritmy pro vice slov. Budeme-li
predpokladat, ze ptitazeni vzoru jednotlivym slovim jsou jevy nezavislé,
pak vyslednou pravdépodobnost dvojice P((kofen, vzor)) pro skupinu slov
ziskame vynasobenim pravdépodobnosti daného vzoru vsech slov wy, ..., w,
ze skupiny. Maximum z téchto pravdépodobnosti budeme pokladat za hod-
notu funkce Score, .., kterou pouzijeme jako ohodnocujici funkeci.

Scoremar (Wi, hy, ..., Wy, hy) =
n
= AT (kofen, vzor) H Score((koten, vzor)|w;, h;)
i=1

Problém popsaného postupu je, ze s narustajicim poctem slov ve skupiné
pravdépodobnost pfipojeni dalstho slova klesa®®. Resenim je upravit funkei
Scoremq: tak, aby byla pokud mozno co nejméné ovlivnéna poctem slov,
kterd jsou ve skupiné. Uprava, ktera se nabizi, je pouzit odmocninu n-tého
fadu®” pro n slov.

/
Score, (Wi, hi, ..., Wy, hy) = {‘/Scm“emax(wl, hi, ..., Wy, hy)

max

Stale se ovSem muze stat, ze slova nejsou tvary jednoho lemmatu, a
presto existuje vzor, ktery ma nenulovou pravdépodobnost (zvlasté po apli-
kaci vyhlazovéni pro jednotlivé metody). S tim se pokusime alespon ¢astecné
vypotradat nastavenim parametru Cutoff.

Parametr Cutoff

Tento parametr vyjadiuje, jakd hodnota funkce Score!, . je pro nés jesté
prijatelna, abychom pokladali skupinu slov za tvary jednoho lemmatu.
Hodnotu parametru uré¢ime maximalizaci metodou zlatého tezu, postup je
nasledujici:

e Stanovime pocatecni hodnotu: 0 < Cutoff < 1.

36Jednd se o podobny problém jako pii aplikaci n-grami: delsi véty maji mensi
pravdépodobnost vyskytu nez véty kratsi.
37Vlastné se jednd o geometricky primér.
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e Spustime ohodnocovaci algoritmus, vyhodnotime tspésnost.

e Metodou zlatého fezu rozhodneme, jak nastavit hodnotu Cutoff pro
dalsi iteraci.

e Piedchozi dva body provadime, dokud neni interval s hledanym ma-
ximem dostatetné maly (pfipadné algoritmus ukon¢ime po predem
daném maximdalnim poctu iteraci).

Casova slozitost algoritmu

V tomto oddilu budeme analyzovat slozitost algoritmu 7 v zavislosti na poctu
slov n. Rozebereme casové a prostorové pozadavky jednotlivych ¢asti algo-
ritmu a odhadneme celkovou asymptotickou slozitost.

Pro efektivni implementaci budeme potiebovat datovou strukturu halda
(heap), kterda umoznuje provadet operace insert(), delete() v ¢ase O(log,n)
a operaci zjisténi maxima mazx() v ¢ase O(1). Bude se ndm hodit pro rychlé
nalezeni maxima ohodnocovaci funkce, abychom védéli, které dvé skupiny
mame v daném kroku sloucit.

Algoritmus nejprve pridéli kazdému slovu jednu skupinu. Poté spocita
hodnotu funkce Score], . pro kazdou dvojici skupin. Budeme ptedpokladat,
ze tato funkce zavisi linearné na poctu slov ve skupiné. Vysledné hodnoty si
ulozime do tabulky velikosti nxn a soucasné je budeme udrzovat v haldé kvuli
rychlému vyhleddvéni maxima. Celkové tedy provedeme 2*n? kroku (vypocet
ohodnocovaci funkce) a na ulozeni do haldy (operaci insert()) potiebujeme
O(logy n) kroku. Dohromady tedy pro inicializa¢ni fazi dostaneme slozitost
(2 xn? xlogyn) = O(n? * logan).

V itera¢ni fazi nejprve slouc¢ime dvé skupiny slov (konstantni slozitost)
a poté musime prepocitat ohodnocovaci funkeci nové vzniklé skupiny se
vSemi ostatnimi (maximalné n) skupinami. Jelikoz slozitost vypoctu funkce
Scorel, .. je imérna poctu slov ve skupiné n, dostavame maximdlné n * n
kroku. Prace s haldou zahrnuje smazani 2 * n zaznamu o slouc¢enych sku-
pinach a ptridani n novych zaznamiu, dohromady tedy 3 * n * log, n. Celkova
slozitost jedné iterace je tedy (n? + 3% n * logan) = O(n?). Téchto iteraci se
provede maximéalné n (pii kazdé dojde ke slouceni dvou skupin, jejich pocet
tedy poklesne o 1). Dostavame se tedy k celkové slozitosti®® algoritmu, kterd

je O(n3).

38Na prvnif pohled se miize zd4t, ze pro uréeni maxima neni potieba halda, ale stagil by
libovolny tiidici algoritmus, ktery pracuje s kvadratickou sloZitost{ (nebof v kazdé iteraci
algoritmu 7 strdvime ¢as O(n?)). Je ovem nutné si uvédomit, Zze vybirdme maximum z n?
hodnot, takze t¥{dici algoritmus by potieboval O(n? xlog, n?) krok, coz je vice, nez kolik
m& uvedeny algoritmus s pouzitim haldy.
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Pamétfova narocnost algoritmu je pomérné ziejma, potiebujeme uschovat
O(n?) hodnot funkce Score!, ., halda bude mit také velikost O(n?). Celkova

mazx?

pamétovd narocnost je tedy O(n?).

2.4.7 Predpony nej- a ne-

Zatim jsme taktné mlceli o predponéch. Je zfejmé, ze pti pouzitém algoritmu,
ktery umi pftifadit ke stejnému lemmatu pouze slova zacinajici stejnymi
dvéma pismeny, narazime pii slucovani slov s nékterou z predpon do sku-
pin na problém: existuji-li nezndma slova, z nichz nékterd obsahuji predponu
a jind ne, nebudou nikdy sloucena do jedné skupiny. To sice v principu ne-
vadi (prosté by se dala tato slova vySettfovat oddélené), ale pokud bychom
umeéli takova slova sloucit, mohlo by nam to pomoci v uréeni vzoru. Proto se
pokusime najit cestu, jak slouc¢eni docilit.

Nemuzeme prosté jen odstranit od slov pfipadnou predponu, protoze
u nékterych slov se jedna o c¢ést kotene. Postupujeme proto nasledujicim
zpusobem:

e Od slov zkusime odstranit kazdou ze ti{ moznych pfedpon nej-, ne-
a nejne-. Pokud se ndm to povede, pifiddme vSechny tvary slova bez
predpon mezi ostatni slova na vstupu (a poznamenéame si, ze dané slovo
bylo zménéno).

e Po vytvoreni skupin pro danou predponu se podivame, zda néktera sku-
pina neni tvotena jen slovy, ze kterych byla odtrzena stejna predpona,
je-li tomu tak, skupinu zahodime. Zabranime tak vzniku skupin typu:
bozizek, bozizkem, bozizku.

e Pokud je naopak celd skupina tvofena slovy, ktera obsahuji vSechna
stejnou puvodni predponu, skupinu odstranime, ale zapamatujeme si
ji. Stejné tak si pamatujeme, zda bylo nékteré ze slov v zapamatované
skupiné pouzito i v jiné skupiné slov.

e Po zpracovani vSech ostatnich skupin se podivame na ty, které jsme
si zapamatovali. Vytadime z nich slova, ktera byla mezitim pouzita
v jiné skupiné, a tyto zapamatované skupiny vyhodnotime jako libo-
volné ostatni.

Timto postupem umoznime kazdému slovu ,,prispét“ svym tvarem bez
prefixu k jiné skupiné slov (pokud slovo opravdu mélo prefix ne-) a zdroven
pro slova, ktera jsou vzdy pouzita s predponou, nebudeme vytvaret neexis-
tujici tvary>”.

39Tvary typu bozizek piece jen casto vyrobime, protoze vzor hdiek umoziuje pouziti
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2.4.8 Prirazeni lemmat

K urcéeni kompletniho slovnikového zaznamu pro neznamé slovo nam jesté
zbyva k danému vzoru a koteni ziskat lemma. Lemma je definovano jako
zakladni tvar, ktery je spoletny pro vsSechny zaznamy jednoho slova ve
slovniku. Vétsinou plati, ze od jednoho vzoru se lemma tvofi pfipojenim
jediné koncovky ke kofeni slova. Bohuzel tomu tak neni vzdy, u vzoru 0 (pro
nepravidelné tvary) existuje nékolik desitek pouzivanych koncovek, ale exis-
tuji i dalsi vzory, které pouzivaji vice ruznych koncovek, naptiklad ¢astecny
VZOT s2:

uctén s2 =uctit
znevazen s2 =znevazit
sné&den s2 =snist

Nakonec jsme zvolili zptisob ur¢ovani lemmat pomoci seznamu koncovek
pro kazdy vzor*®. Umoznili jsme také pfed piipojenim koncovky odstranit
nékolik znaku z konce korene slova v zavislosti na pouzitém vzoru. Seznam
koncovek jsme ziskali pruchodem morfologického slovniku tak, Ze jsme pro
kazdy vzor zaznamenali koncovku kotene (s pfipadnym odstranénim znaku
z konce kotene slova). V seznamu jsme uvedli vzdy pouze nejcetnéjsi kon-
covku. V tabulce 2.4 jsou uvedeny piiklady koncovek lemmat pro vzory
,,huse”.

vzor | koncovka | piiklad
nsl e,0 evaluac-e
ns2 g,0 sukn-é
ns3n ng,0 feky-né
ns3x e,0 inkvizic-e
ns7 e,0 housl-e
ns07 e,0 Strasnic-e
ns10 e,0 hubic-e

Tabulka 2.4: Ptrehled koncovek lemmat pro vzory ,,nuse“.

predpony ne-, pfesné v duchu oddilu 2.2.5.

40V prvnich verzich programu jsme pouzivali algoritmus, ktery hledal minimalni kon-
covku pro dany vzor. Vybrala se ta, kterd byla nejvétsi podle uspotadani tagt. Nicméné
algoritmus nefungoval ptili§ dobte.
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2.4.9 Algoritmus pro urceni vzoru

Na zaver kapitoly jesté uvedeme algoritmy, které dovrsuji cely proces hledani
vzoru neznamych slov. Algoritmus 8 najde pro skupinu slov ohodnoceni vzoru
pravdépodobnostmi vyskytu, algoritmus 9 zastfeSuje cely problém feseny
v této kapitole: jeho tikolem je pro neznama slova na vstupu navrhnout nej-
pravdépodobnéjsi vzory. Jedna se vlastné o popis cile, ktery jsme si vytycili
na zacatku této kapitoly.

Algoritmus 8 EvalWordGroup: najde pro skupinu slov mozné dvojice
(kofen, vzor) a pro kazdou z nich uréi pravdépodobnost vyskytu.

Vstup: skupina slov w = {wy, ..., w,}
Vystup: seznam trojic (pravdépodobnost, kofen, vzor)
{Zjistime mozné dvojice (kotfen, vzor) pro celou skupinu}
gp < GetPossibleW ordGroupParadigms(w)
{Aplikujeme metody pro zjisténi pravdépodobnosti jednotlivych moznosti}
for all gp; € gp do
prob; < Score(w, gp;)
result; <« (prob;, gp;)
end for
return(result)




KAPITOLA 2. AUTOMATICKE URCOVANI VZORU 44

Algoritmus 9 AssignParadigms: Kazdému neznamému slovu ve vstupnim
textu prifadi trojici (skére, koten, vzor).

Vstup: text ve formatu CSTS obsahujici nezndma slova w; (slova s tagem
X@-———————————- ).
Vystup: pro kazdé slovo w; vektor ndvrhu trojic (skére, koten, vzor), které
jsou setiidény podle pravdépodobnosti.
{Ptecteme trénovaci data, vyfiltrujeme neznama slova}
ReadStatistics()
14— 1
for all x € ReadInputData() do
if Tag(x) ="X@-~--——---——~ ” then
W; < T
1+—1+1
end if
end for
{Vytvoiime skupiny}
g < CreateWordGroups(w)
{Vypocitdme ohodnoceni pro jednotlivé skupiny}
for all g; € g do
proby, «— EvalWordGroup(g;)
end for
{Vypiseme ohodnoceni pro kazdé slovo}
for all g; € g do
for all w; € ¢g; do
print w;, prob,
end for
end for




Kapitola 3

Experimenty a vysledky

V této kapitole nejprve popiseme data, ktera budeme pouzivat pro trénovani
a testovani modelu, vysvétlime, jak budeme vysledky ovérovat a zavedeme
pojmy piesnost a tplnost tak, jak se pouzivaji v oblasti information retrieval.
Nésledovat bude popis experimentu a jejich vysledki.

3.1 Trénovaci a testovaci data

K wurcéeni parametri metod, které byly popsany v kapitole 2, budeme
potiebovat trénovaci a odlozena data. Stejné tak budeme potiebovat data
k testovani vysledku nastaveni jednotlivych metod a parametru — testovaci
data. Mame k dispozici nékolik kolekei textu, které se lisi svym rozsahem
a zpracovanim a pro nase ucely jsou ruzné vhodné.

Prazsky zavislostni korpus

Prazsky zévislostni korpus [9] je soubor textu, které jsou morfologicky zpraco-
vané a ru¢né (anotdtorem) disambiguované'. Jedna se o nejkvalitnéji zpraco-
vané texty, které jsou k dispozici. Jejich nevyhodou je pomérné mald velikost?
dand nutnosti rucni anotace. Data pochézeji z deniku Lidové noviny, Mlada
fronta Dnes, Ceskomoravsky profit a z ¢asopisu Vesmir.

'Data jsou anotovand i na vyssich drovnich: analytické a tektogramatické.
2PDT 1.0 obsahuje 1 673 554 slov ve 111 175 vétach.

45
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Cesky nirodni korpus

SYN2000? [10] je velmi rozsahly? korpus synchronni éestiny, ktery je tvoren
texty novin a Casopisu, knih, poezie atd. Texty jsou zpracovany automa-
tickymi nastroji (morfologickou analyzou a disambiguaci).

Ostatni data

Dalsi data je mozné ziskat naptiklad z webovych stranek nékterych casopisu
(Vesmir, ScienceWorld atd.). Jednd se vétsinou o mensi objemy dat, které
néasledné predzpracujeme automatickou morfologii a disambiguaci (stejné
jako je predzpracovan CNK).

3.2 Faze trénovani

Jak jiz bylo zminéno, pro trénovéani, vyhlazovani a testovani metod po-
ttebujeme predem upravena data. Ruzné metody maji rozdilné pozadavky
na kvalitu a zpracovani trénovacich a testovacich dat. K trénovani para-
metru modelu nekontextovych budeme potiebovat texty, které jsou morfo-
logicky oznackované a disambiguované, n-gramovy model muzeme trénovat
bud opét na disambiguovanych textech, nebo na textech pouze morfologicky
oznackovanych®.

3.2.1 Nekontextové metody

Nekontextové metody, které piimo urcuji pravdépodobnost moznych vzoru,
vyzaduji v trénovaci fazi, aby pro kazdé slovo bylo mozné jednoznacné urcit
jeho vzor. Tato podminka je splnéna, pokud je kazdé slovo v textu opatfeno
pravé jednim lemmatem a morfologickym tagem, neboli text je morfologicky
dismbiguovany.

V kvalité ptifazeni tagu se uvedené zdroje dat lisi: zatimco v PDT jsou
znacky prifazeny dvéma nezavislymi anotdtory a kontrolovany (takze tato
data by méla byt s minimalnimi chybami), v ostatnich textech (predevsim
v CNK) jsou uréeny automaticky tzv. taggerem. Tagger ma v soucasné dobé
uspésnost kolem 95 %, coz znamend, ze v pruméru pro kazdé dvacédté slovo

3V dalsim textu na néj budeme odkazovat zkratkou ,,CNK¥.

4Korpus obsahuje asi 100 miliénii slov.

®Morfologicky oznackovand data jsou ta, kterd maji pro kazdé slovo pfifazenou mnozinu
lemmat a k nim piislusejici mnozinu moznych tagt, disambiguovani data maji pak pro
kazdé slovo jediné (sprdvné) lemma a tag.



KAPITOLA 3. EXPERIMENTY A VYSLEDKY 47

je tag urcen nespravné. To muze zpusobovat problémy pfi trénovani metod,
které se ,,nauci“ na nespravné vzory.

Dalsi dulezitou otazkou tykajici se trénovani je, ktera slova z trénovacich
dat vybereme pro uceni nekontextovych metod. Jelikoz nasim cilovym ob-
jektem jsou slova, ktera nejsou uvedena v morfologickém slovniku, da se
predpokladat, ze se budou vyskytovat pomérné ziidka. Proto zamétime svoji
pozornost predevsim na slova, ktera maji v trénovacich datech ¢etnost v fadu
jednotek. Ruzné hodnoty cetnosti vyskytu slov pouzitych k trénovani budou
predmétem experimentu v oddilu 3.5.3.

3.2.2 n-gramy

Zajimavéjsi je situace u metody, kterda vyuziva kontext — m-grami. Jako
trénovaci data muzeme pouzit libovolny disambiguovany text, ktery budeme
zpracovavat jako posloupnost tagu.

No tomto misté je dobré si uvédomit, ze pro realnd data neni jina
moznost nez pouzit tagger, takze musime pocitat s urcitym procentem Spatné
pritazenych tagu. Navic vétsina systému pro disambiguaci umi dobfe praco-
vat pouze se slovy, ktera jsou morfologicky zpracovand — jsou jim pfritazeny
mozné tagy. Jak vime, nas budou v redlném nasazeni zajimat praveé slova,
ktera naopak ve slovniku nejsou®. Jelikoz vétsina taggert pouziva pro rozho-
dovani kontext daného slova’, 1ze ocekdvat, Ze v okoli neznamych slov budou
prifazeny tagy hufe nez v jinych ¢éstech textu.

Z tohoto duvodu jsme pro srovnani upravili metodu uceni n-gramového
modelu tak, aby nevyzadoval disambiguovand data. Misto jednoho tagu
pouzijeme spojené vSechny tagy (lexikograficky usporadané), které morfolo-
gickd analyza prifadila danému slovu. Jsou-li napfiklad pro slovo zid1i (tvar
slova zidle) piipustné tii ruzné tagy NNFS3----- A---- NNFS4----- A-——-
a NNFS6----- A---- slozime je dohromady a pouzijeme je misto jediného
tagu, ktery by vznikl disambiguaci:

Pokud ma4 slovo vice lemmat, pokladame je za ruzna slova a pfi trénovani
i vyhlazovani pocitame se vSemi moznymi kombinacemi spojenych tagu
téchto slov. Mame-li v textu za sebou slova mam vpfredu, budeme uvazovat
nasledujici bigramy?®.

SBudou mit piifazeny tag X@--——----——--- )

"Napiiklad lze dobfe vyuzit shodu v rodé, padu a éisle pro po sobé nasledujf adjektivum
a substantivum.

8V tabulce 3.1 jsou uvedena lemmata a k nim piisluiné tagy.
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slovo ‘ lemmay ‘ tag, ‘ lemmas ‘ tag,
mam mit VB-S---1P-AA--- mama NNFP2----- A———-
vpfedu | vptist | VB-S---1P-AA--- | vpfedu | Db-——-----—-—- 1

Tabulka 3.1: Lemmata a tagy slov mit a vpfedu

VB-S---1P-AA--- VB-S---1P-AA---
VB-S---1P-AA--- Db--------—-—-- 1
NNFP2----- A---- VB-S---1P-AA---

NNFP2----- A---= Db--—-—-—-——-—- 1

Na odlozena data, ktera pouzijeme k vyhlazeni pravdépodobnosti, mame
stejné pozadavky jako na data trénovaci. Z dat, kterda jsou urcena pro
trénovani, vybereme asi 10 % za ucelem vyhlazovani pravdépodobnosti. Opét
pro nekontextové metody je nutné mit data disambiguovand, pro n-gramy
mohou byt pouze morfologicky analyzovand.

3.3 Evaluace

Je nutné néjakym dobie definovanym a dostatecné obecnym zptusobem vy-
hodnotit, ktery algoritmus ma lepsi vysledky nez jiny, ptipadné které nasta-
veni parametru je optimalni. Potfebujeme definovat miru, kterd ndm umozni
vyhodnocovat vysledky algoritmu.

Vznikéd otazka, ktery vysledek pro dané slovo povazovat za korektni a
ktery uz nikoliv. Pokud nas bude zajimat pouze aplikace automatického
rozsitovani morfologického slovniku, budeme chtit tspésnost hodnotit jako
pomeér poctu slov, kterym algoritmus pritadi vzor a lemma spravné (tedy
odpovidaji presné zaznamu ve slovniku), ku celkovému poctu slov.

Pokud se vsak budeme na nas program divat jako na pomucku pro
anotatora, ktery pridava zaznamy do slovniku, budeme moci ptipustit jako
uspésné pritazeni i takové, kdy spravny vzor je naptiklad mezi prvnimi tiemi
nabidnutymi vzory.

Dalsi problém, ktery fesime, je ten, zda dany vzor presné odpovida
slovnikovému zdznamu, nebo se jednd o vzor derivovany (viz oddil 2.2.3).
Stejné tak se naskyta otazka, zda budeme za netuspésné prirazeni povazovat
pouhé spatné urceni piredpony (zejména ne-, viz oddil 2.2.5).

Pro zjednoduseni budeme dale pouzivat pro jednotlivé druhy vysledku
evaluace zkratky: 1 bude znamenat uspésnost, pocitame-li pouze iplné ko-
rektni zdznamy, 1-3 je oznaceni pro uspésnost ,,jeden z prvnich t¥i“ a 1-3+
znamena jeden z prvnich tii s tim, ze jako spravné pocitame i vzory, které
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nejsou korenem deriva¢niho stromu a ignorujeme piipadné chyby v pritazeni
predpon.

Déle je potteba zduraznit, ze jako Uspésné pritazeni vzoru pokladame
pritazeni alespon jednoho spravného vzoru, muze to byt i vzor ¢astecny. To
je jeden z duvodu, pro¢ evaluace pii pouziti puvodnich vzoru vychazi 1épe,
nez pii pouziti vzoru rozsirenych o slouc¢ené castecné vzory (viz také oddil
2.2.4).

Pramérné pocty vzort, ze kterych vybirame ten spravny, jsou pro puvodni
i kombinované vzory uvedeny v tabulce 3.2.

‘ vzory puvodni vzory kombinované
pred rozdélenim 106 360
po rozdéleni 72 292

Tabulka 3.2: Prumérny pocet vzoru pted rozdélenim na t¥idy ekvivalence
podle lemmat a po ném.

Pro pritazeni lemmatu pouzivame algoritmus z oddilu 2.4.8 a pfi evaluaci
toto prifazeni nehodnotime (lemmata slouzi predevsim k identifikaci slova ve
slovniku, je to jakysi kli¢ pro zjisténi, které zaznamy k sobé patii a které ne).

3.4 Evaluace prirazeni do skupin

Kromé ovéreni celkové tispésnosti se muzeme podivat také na uspésnost jedné
z poduloh: ptitazeni slov se stejnym lemmatem do skupin. Je jisté zajimavé
sledovat, jak se tspésnost rozdéleni na skupiny projevi v celkovém vykonu
algoritmu. K zachyceni, jak dobré je toto rozdéleni, ndm velmi dobfe poslouzi
veli¢iny, které se bézné pouzivaji pro hodnoceni vybéru. Jedna se o presnost
a uplnost.

3.4.1 Presnost a tplnost

Ptesnost a tplnost jsou dvé veli¢iny, pomoci nichz se bézné hodnoti vykon
aplikaci, které zpracovdvaji texty (napt. vyhleddvéni v textu, tiidéni textu
do kategorii, rozdéleni textu na ¢ésti podle ruznych kritérii apod.). Vyjadiuj,
jak dobfe dany algoritmus pracuje, a umoznuji porovnavat jednotlivé algo-
ritmy mezi sebou.

Ptesnost (precision, P) je pomér

NUT‘

pP=
N,
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Uplnost (recall, R) je pomér

e N, je pocet vracenych relevantnich objektu,
e N, je pocet relevantnich objektu,
e N, je pocet vracenych objektu.

Vétsinou plati mezi presnosti a tplnosti vztah nepfimé imérnosti: ¢im
dosdhneme lepsi presnosti (najdeme vice relevantnich objektu), tim se ndm
zhorsi uplnost (vratime vice objektu, které nejsou relevantni).

Pro nage tcely bude presnost znamenat pomér spravné uréenych® sku-
pin ku poctu korektnich skupin. Up]nost je potom pomér spravné urcenych
skupin ku poc¢tu navrzenych skupin.

3.5 Experimenty

V této casti popiSeme experimenty, které jsme provedli s cilem zjistit
moznosti jednotlivych metod a urc¢it nejlepsi moznou kombinaci jejich pa-
rametru, pripadné se pokusit odhadnout, kam by mélo smérovat dalsi tusili
pii zlepSovani dosavadnich vysledka.

Parametru metod, které mohou mit vliv na celkovy vykon algoritmu, je
mnoho, proto jsme k testum zvolili jen nékteré kombinace hodnot. Ukazuje
se, ze vétSina parametru je do jisté miry nezavisla na ostatnich, takze muzeme
optimalizovat jejich hodnoty bez ohledu na ostatni.

Tabulka 3.3 udéva nastaveni parametri'® pro provedené testy, nebude-li
explicitné uvedeno jinak. Dodejme jesté, ze pracujeme s novymi, slozenymi
vzory slov.

ngramy ‘ buckets ‘ hifreq ‘ metody ‘ min/max ¢etnost
11 | 10 | 0 | vSechny | 1/5

Tabulka 3.3: Implicitni nastaveni parametru.

9Spravné uréené jsou ty skupiny, které obsahuji viechna slova se stejnym lemmatem a
neobsahuji zadné slovo navic.

0Poget prihrddek je uveden jako buckets, pocet nejfrekventovanéjsich slov je uveden
jako hifreq.
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Veétsinu experimentu jsme provadéli na textech z PDT, nékteré také na
casti CNK. Pocty slov, ktera se vyskytovala v jednotlivych ¢astech dat, jsou
zachyceny v tabulce 3.4.

data ‘ trénovaci odlozena testovaci; testovacisy
PDT | 1129 254 100 594 108 816 105 691
CNK | 12720281 2199 169 1473010 1452 034

Tabulka 3.4: Pocty slov v PDT a CNK pro jednotlivé fize. Testovaci data
jsou rozdélena na dvé casti, prvni slouzi k optimalizaci parametru Cutoff,
druhou pak budeme pouzivat na celkové otestovani vysledku daného nasta-
veni parametru.

Pti pouziti textu PDT jsme nejprve oznacili vybrana slova jako neznama
(tagem X@--------—-—-- ) a poté automaticky disambiguovali pomoci tag-
geru [1]. Tato data budeme ddle znacit datarg. Neékteré testy jsme provadeli
i bez disambiguace a pro srovnani jsme vykonali také testy na rucné di-
sambiguovanych datech (PDT). Nize v textu je budeme znacit datayy, nebo
datappr. Pokud neuvedeme jinak, budeme pouzivat datarg.

Parametr Cutoff

Parametr Cutoff slouzi k nastaveni prahu (citlivosti) pro pfifazeni slov do
skupin se stejnym lemmatem. Ptesny algoritmus je popsan v sekci 2.4.6, zde
se pouze zminime, jak optimalni hodnotu hledame.

Optimélni nastaveni tohoto parametru je velmi dulezité pro spravné
pritazeni skupin a tudiz i pro celkovou uspésnost algoritmu. Prifadime-li totiz
dveé slova, ktera maji odlisné lemma do stejné skupiny, témér jisté vybereme
Spatny vzor. Opacny piipad, kdy dvé slova se stejnym lemmatem zustanou
kazdé ve svoji skupiné, nam tolik nevadi, pouze se ptripravujeme o hodnotné
informace k nalezeni spravného vzoru. Jak ale urcit presnou hodnotu?

K nalezeni optimélni hodnoty nam poslouzi cast testovacich dat. Nejdiive
na prvni ¢asti uré¢ime hodnotu parametru Cutoff pomoci optimalizace meto-
dou zlatého fezu a teprve poté provedeme evaluaci na druhé ¢asti testovacich
dat. Jelikoz optimdlni hodnoty nastaveni parametru se mohou lisit pro jed-
notlivd nastaveni ostatnich parametru (ovliviiujici pravdépodobnosti vzori),
musime optimaliza¢ni algoritmus spustit pro kazdé jejich nastaveni samo-
statné. Pocet iteraci jsme omezili na 30.
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3.5.1 Ijspéénost jednotlivych metod

Nyni muzeme otestovat tispésnost jednotlivych metod a splnit tak slib, ktery
jsme dali v oddilu 2.4.5. Jednotlivé metody a jejich kombinace jsme pouzili
vzdy pro prifazeni slov do skupin i pro findlni hodnoceni vzortu. V tabulce
3.5 jsou uvedeny vysledky pro nové (slozené) vzory, i pro vzory puvodni. Pro
zajimavost uvadime i presnost a uplnost pritazeni slov do skupin.

skupiny slov vysledek
metoda presnost  1plnost 1 1-3 1-3 +
nové (slozené) vzory

PE 95.800 96.954 14.575 26.943 30.207
RE 95.800 96.954 34.897 62.483 69.517
PS 95.590 96.673 46.046 66.989 72.782
NG 95.870 96.990 20.506 39.724 43.448
PS+NG 75.009 57.101 44.736 66.207 71.494
PE+PS+NG 95.625 94.566 45.287 66.345 71.793
RE+PS+NG 93.875 89.699 | 48.782 72713 79.333
PE+RE+PS 95.240 93.185 47.379 69.195 76.184

PE4+RE+PS+NG | 94.925 91.653 47.310 71.195 78.368
puvodni vzory

PE 96.570 96.637 16.116 31.113 31.672
RE 96.640 96.708 37.657 67.816 69.422
PS 94.435 92.082 51.863 74.034 75.827
NG 96.570 96.637 30.904 54.891 56.125
PS+NG 96.640 96.606 54.308 77.550 78.784
PE4+PS+NG 96.745 96.006 50.140 75.361 76.735
RE+PS+NG 96.045 93.429 | 55.310 82.091 83.768
PE+RE~+PS 96.605 95.502 51.816 78.295 80.298

PE+RE+PS+NG | 94.400 89.721 49.837 78.878 80.531

Tabulka 3.5: Uspéénost pritazeni vzoru pro jednotlivé metody.

Zajimavé je, ze nejlépe dopadla v obou piipadech kombinace metod
RE+PS+NG. Problém metody PE | koncovky vzoru“ je pravdépodobné v
prilisném zvyhodnéni vzoru s prazdnou koncovkou. Je ziejmé, ze nejlepsi
samostatnou metodou je PS | nejpravdépodobnéjsi ze vzoru“.



KAPITOLA 3. EXPERIMENTY A VYSLEDKY 53

90

85

80 A/\ A /.—’—‘

Uspésnost

75
data g —=—
datg,q
datgppr —e—

datgngy ——

70
01 1.0 11 02 20 03 30 12 21 22 04 40 1.3 31
n-gramy

Obrazek 3.1: Uspésnost pritazeni vzoru v zavislosti na velikosti historie pro
ruznd trénovaci a testovaci data.

3.5.2 n-gramy

Pro n-gramy existuje nejvétsi mnozstvi parametru, které mohou mit vliv
na vyslednou tuspésnost. Rozebereme postupné jednotlivé moznosti v jejich
nastaveni.

Velikost historie

Pocet tagu, které bereme jako historii, ovliviiuje nejen vyslednou tspésnost
algoritmu, ale také jeho pamétovou a ¢asovou ndrocnost. Se vzristajicim n
roste pocet ruznych kombinaci tagu exponencidlné. Prestoze vsechny kombi-
nace se bézné nevyskytuji, jejich pocet presto vyrazné stoupa.

Vyzkouseli jsme nékolik nastaveni parametru, a to jak pro predchézejici
tagy, tak pro nasledujici. U vSech testu jsme provedli vyvazeni metodou
linearni interpolace pomoci EM algoritmu s maximalnim poc¢tem kroku ome-
zenym na 100. Testy jsme provedli na datech datarg, datayg, datappr a navic
na CNK. Tato data jsou oznacena jako datacys a datacyke, druhy pripad se
lisi od prvniho tim, ze pro testy jsou pouzita data z PDT.

Vysledek testii na datarg je uveden v tabulce 3.6, ostatni vysledky jsou
pro porovnani zobrazeny v grafu na obrazku 3.1,

Je zfejmé, ze Uspésnost je pro ruzné nastaveni historie pomérné vyrov-

HNgkteré hodnoty nejsou v grafu uvedeny (napi. historie vétsf nez 2 pro datag) z
dtvodu piilis velké paméfové nebo asové naroénosti.
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historie skupiny slov vysledek
pred za presnost  tplnost 1 1-3 1-3 +
0 1 95.940 96.958 46.828 70.460 77.218
1 0 96.185 97.102 46.644 70.943 77.724
1 1 94.925 91.653 47.310 71.195 78.368
0 2 93.945 93.781 46.992 70.662 77.425
2 0 96.255 94.599 47.264 71.770 78.874
0 3 80.049 85.848 46.881 70.738 77.885
3 0 96.080 94.492 46.851 71.724 78.943
1 2 92.825 90.389 47.668 71.059 78.335
2 1 96.150 94.626 47.563 71.977  79.195
2 2 94.085 93.366 47.481 71.922 79.128
0 4 72.209 80.807 46.246 70.025 77.030
4 0 96.080 94.590 46.874 71.885 78.897
1 3 79.524 83.869 | 47.817  71.232 78.690
3 1 96.185 94.890 47425 72161  79.103

Tabulka 3.6: Uspéénost pritazeni vzoru v zavislosti na poctu tagu v historii
n-gramu (datarg).

nand, s vyjimkou metod, které nepocitaji vubec s minulosti (0:1, 0:2, 0:3,
0:4). S prihlédnutim k pamétové slozitosti jako nejlepsi nastaveni vychdzi
trigramy 2:0.

Pocet prihradek a casto se vyskytujici slova

Dalsi parametry, kterymi muzeme ovlivnit uspésnost metody je pocet
prihradek pii vyhlazovani a pocet slov s vysokou cetnosti, se kterymi se
naklada jako s tagy. Opét jsme vyzkouseli nékolik moznych hodnot obou
parametru, vysledky jsou patrné z obrazku 3.2 a 3.3.

Je ztejmé, ze hodnoty téchto parametri nemaji na celkovou tuspésnost
prilis velky vliv, snad kromé nastaveni piili§ malého poctu ptrihradek pfti
vyhlazovani. Vysledky na disambiguovanych datech jsou v tomto ptipadé
témeér stejné, jako na datech pouze morfologicky oznackovanych.

3.5.3 Cetnost slov

Pokusme se nyni zamérit na cetnosti vyskytu slov, kterym chceme ptiradit
vzor. Jak jsme vidéli v predchozich odstavcich, ispésnost pritazeni do skupin
se pohybuje vétsinou nad 90 % (presnost i uplnost), takze muzeme ocekavat,
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Obrazek 3.2: Uspéénost prifazeni vzoru pro ruzny pocet piihradek pouzitych

pii vyhlazovani.
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Obrazek 3.3: [jspéénost prifazeni vzoru pro ruzné hodnoty poctu slov s vy-

sokou ¢etnosti.
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ze slova, ktera se vyskytuji v textu v nékolika exemplafich umime pomérné
dobie pritadit do skupin. Pro skupinu slov se potom urcuje vzor snaze, nez
pro slovo samostatné.

Bézné vybirame slova s ¢etnosti v textu od jedné do péti v ocekavani,
ze takto se co nejlépe priblizime cetnosti slov, ktera jsou neznama a pro
ktera je tfeba ur¢it vzor. Muzeme se vSak zamérit jen na slova, kterd se v
textu vyskytuji s uréitou minimalni ¢etnosti. Bohuzel, pokud nezname vzor,
neumime ani rozhodnout, ktera slova jsou tvary jednoho lemmatu, a tudiz
nemuzeme zavést omezeni, ze od kazdého slova budeme chtit pred urcenim
vzoru vidét alespon n tvaru.

V dale uvedeném experimentu jsme se pokusili ukazat, jak ndm vice
vyskytu slov pomuze k celkové tspésnosti algoritmu. V trénovaci fazi
pouzivame stéle rozsah cetnosti 1-5, ale v testovaci fazi pozadujeme cetnosti
slov v jiném rozsahu. Vysledky experimentu shrnuje tabulka 3.7, graficky
jsou vysledky znazornény na obrazku 3.4.

¢etnost skupiny slov vysledek

od do | presnost tuplnost 1 1-3 1-3 +
1 3 95.516 92.352 39.177 66.486 74.531
2 4 96.707 94.629 53.007 76.381 83.472
3 5 95.749 92.203 | 60.195 81.868 87973
4 6 90.491 81.944 58.540 81.606  88.394
5 7 61.250 35.167 47.652 69.053 75.982
6 8 62.632 34.000 48.578 71.405 77.985
7 9 77.241 56.000 51.504 75.752 81.767
8 10 73.600 54.438 49.809 71.224 78.681
1 5 94.925 91.653 47.310 71.195 78.368
1 10 95.453 93.692 50.197 74.309 81.348
5 10 93.002 87.473 58.021 79.340 85.521
5 20 73.219 48.720 54.882 72.510 80.309
10 15 59.884 29.178 53.690 70.280 79.135
10 20 88.846 78.840 55.750 74.643 82.707

Tabulka 3.7: Uspéénost pritazeni vzoru v zavislosti na ¢etnosti urcovanych
slov (datarg).

Jak je vidét, pokud pozadujeme cetnost dat alespon 3, dostavame se k
Sedesati procentum absolutné spravné urcenych slov. NasSe strategie muze
byt i takova, ze budeme pozadovat minimélni pocet vyskytu jednoho tvaru
slova (a predpoklddat, ze pritom se vyskytne i néktery z dalsich jeho tvart).
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Obrazek 3.4: Uspésnost pritazeni vzoru v zavislosti na ¢etnosti uré¢ovanych

slov.

Pro vyssi ¢etnosti vyskytu uz kyzeny efekt neptichazi, protoze potom slova
prestavaji odpovidat tém, které jsme vidéli v trénovacich datech.

3.5.4 Pravidelna slova

Spise pro zajimavost se muzeme podivat, jak ndm pomuze, zaméiime-li se
pouze na pravidelnad slova (ta, co maji vzor 0). Intuice napovidé, ze tim
bychom si o néco usnadnili praci, nebot odpadaji problémy zminéné v oddilu
2.2.1. Vysledky experimentu nam déavaji zapravdu, jak ukazuje tabulka 3.8.

skupiny slov vysledek
presnost  1plnost 1 1-3 1-3 +
96.960 96.210 54.841 75.678 82.907

Tabulka 3.8: Uspésnost prifazeni vzoru pro pravidelna slova (datagg).

3.6 Vysledky

Béhem ovérovani metod jsme provedli pres 250 experimentu, které mély za
ukol zjistit vliv ruznych nastaveni na celkovy vykon algoritmu. Ovéfili jsme si,
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ze jednotlivé metody pracuji pomérné dobie a jejich kombinace dava pomérné
dobré vysledky.

Pro metodu n-gramu ma na celkové vysledky nejvétsi vliv délka historie,
idedlni pro trigramy je format 2:0, pro 4-gramy potom 2:1. Naopak pocet
prihradek ve vyhlazovani a pocet slov s velkou ¢etnosti maji na vysledek
pritazovani velmi maly vliv.

Zajimavé jsou také vysledky pouziti nedisambiguovanych dat v metodé
n-gramu, kdy dostavame vysledky jen o mélo horsi, nez pro automaticky
disambiguovana data. Vyraznéjsi je rozdil pro data z PDT, kterd jsou disam-
biguovana rucne.

Ptesvédcili jsme se o moznostech dalsitho zlepSovani tspésnosti tim, ze
bychom néjakym zpusobem vyzadovali dostateény pocet (3 a vice) vyskytu
slova (pripadné tvaru slov) pred definitivnim rozhodnutim o vysledném
VZOoru.

Pokud pouzijeme optimalni hodnoty (ngram=2:1, buckets=20, hif-
req=20) a podstatné si pomuzeme pomoci pozadavku minimélni ¢etnosti
vyskytu mezi 4 a 7, dostaneme vysledek naznaceny v tabulce 3.9. Pro
srovnani'? uvddime také vysledek pro éetnosti testovanych slov 1 — 5.

¢etnost skupiny slov vysledek
od do | pfesnost tplnost 1 1-3 1-3 +
4 7 87.615 75.794 57.734 81.034 86.207
1 5 96.430 95.197 47.954 72.368 79.563

Tabulka 3.9: Uspéénost pritazeni vzoru pro buckets = 20, hifreq = 20,
ngram = 2 : 1 (datarg).

12744 se paradoxni, ze bylo dosazeno lepsiho celkového vysledku pii nizsi presnosti a
Uplnosti prifazeni do skupin. Je to dano tim, ze v pfipadé ¢etnosti 1 — 5 existuje mnoho
skupin pro jedno slovo, které jsou korektné ptifazeny, kdezto u etnosti 4 — 7, je kazdé
slovo ve skupiné s vice slovy.
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Implementace

Soucasti prace je kompletni implementace systému pro ur¢ovani vzoru a lem-
mat, kterou popiSeme v této kapitole. Nejdiive vysvétlime, jaké jsme zvolili
programovaci prostiedky, poté popiseme jednotlivé ¢asti implementace.

4.1 Pouzité programovaci prostiredky

Kazdy typ zpracovavané tulohy vyzaduje vybér jinych programovacich pro-
sttedku, a to jak z hlediska programétora (programovaci jazyk, vyvojové
prostiedi), tak z hlediska uzivatele (pouzité grafické nebo textové prostiedi,
operaéni systém atd.). Pokusime se nastinit, jaké prostiedi jsme zvolili a proc.

4.1.1 Zvoleny jazyk

Prvni verze sady programu vznikla v programovacim jazyce Perl [11], ktery
se pro implementaci podobnych tloh pouziva pomérné casto. Duvodem jsou
jeho velmi silné, le¢ snadno pouzitelné nastroje pro praci s textem, predevsim
asociativni pole a velmi efektivni a pritom jednoduchd prace s regularnimi
vyrazy. Navic je to jazyk pomérné rozsiteny a multiplatformni, takze se pro
nas ucel vyborné hodi. Perl doplnuje obrovské mnozstvi knihoven CPAN,
které 1ze s vyhodou vyuzit napi. pro zpracovani vstupnich dat nebo pro
formatovani vystupu.

Protoze je Perl jazyk interpretovany (preklada se do mezikodu, ktery se
poté vykondva), nedosahuje rychlosti programovacich jazyku nizké tirovné!.
Bylo proto uz od zacatku vyvoje ziejmé, ze ¢asti kodu, které jsou z hlediska
rychlosti dulezité, bude nutné napsat v jazyce C/C++.

'Méme na mysli predevsim C, C4++ a ostatnich jazyky, které se pieklddaji piimo do
strojového kédu pocitace.

59
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Zvolili jsme jazyk C++, zejména kvuli existenci mnoha knihoven a objek-
tovému pristupu k datovym typum (pfedevsim fetézcum). Verze programu
v Perlu je brana jako referen¢ni (je 1épe srozumitelnd a dokumentovand),
verze v C++ je rychlejsi, ale zdrojovy kéd je méné prehledny.

4.1.2 Porovnani rychlosti programu v Perlu a C4++4

Pro zajimavost jsme provedli porovnani rychlosti implementace v Perlu a
C++, test probihal na pocitaci Sun V20z se dvéma procesory AMD Opteron
248 (2200 MHz) a 16 GB RAM. Vysledek je uveden v tabulce 4.1, cas je v
minutach a sekundach.

‘ trénovani vyhlazovani pfrirazovani
Perl 8m16s 53m48&s 10m22s
C++ 1m20s S8m28s 2mbls

Tabulka 4.1: Porovnani rychlosti programu v Perlu a C++-.

Prepvapenim pro nas bylo, ze implementace v C++ je rychlejsi pouze péti
az osminasobné, ale je do ziejmé dano také tim, ze nejvice ¢asu stravi program
pii pouzivani asociativnich poli, které jsou implementovany obdobné.

Protoze ve vSech programech casto pouzivame asociativni pole, zalezi
rychlost programu na kvalité implementace tohoto datového typu. Otesto-
vali jsme rychlost riuznych implementaci asociativnich poli v C++ a jako
nejrychlejsi se pro nase ucely ukdzala knihovna STL (resp. jeji rozsifeni).

Programy napsané v Perlu byly odladény ve verzi 5.8.5, pro programy
v C++ byl pouzit kompilator GCC 3.3.5 (a knihovna STL). Obé varianty
programu jsou psany multiplatformné, vyvoj probihal na OS Linux (Fedora
Core release 3).

Pokud v dalsim textu uvadime jména programu koncici piiponou .pl,
znamena to, ze program je psany v jazyce Perl. Pokud neuvadime ptiponu,
jedna se o program, ktery ma svoji ,,perlivou® i C++ variantu.

4.1.3 Uzivatelské prostredi

7, uzivatelského pohledu se jednd o sadu programu a skriptu s ovladanim
béznym v prostiedi UNIXu. Jednotlivé parametry a zpracovavané soubory
se zadavaji na piikazové tadce, vystupy jsou vypisovany do souboru nebo
na termindl. Cilem implementace nebylo vytvoreni uzivatelsky piivétivého
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prostiedi, ale maximalni efektivita. Vyhodou pouziti sady jednodussich pro-
gramu je jejich mozné propojeni a automatické spousténi, napiiklad pro tes-
tovani nebo hledédni vhodného nastaveni parametru.

4.2 Knihovna Morph

Knihovna Morph slouzi pro praci se soubory morfologie [1] a tvoii zdklad pro
vétsinu pouzivanych programiu. Jejim tucelem je vytvorit jednotné rozhrani
pro praci s daty slovniku a s pomocnymi soubory a vytvorit sadu metod pro

vvvvvv

Morfologicky slovnik zpifstupnény v rozvinuté formé?. Slovnik obsahuje
viechna lemmata (ale nerozlisSuje jednotlivé vyznamy lemmat ani veli-
kost pismen), je dostupny ve formé trojrozmérného asociativniho pole
s indexy [lemma] [vzor] [koFen]. Pro rychlejsi nacitani muze byt roz-
vinuty slovnik uchovavan na disku v cachovacim souboru.

Seznam deriva¢nich vzori reprezentovany dvojrozmérnym asociativnim
polem s indexy [vzorl] [vzor2], ze kterého je mozné ziskat jednot-
livé polozky zaznamu deriva¢nich vzoru. Na disku je ulozen v souboru
hf dist.il2.

Seznam koncovek a tagl pro kazdy vzor® a jeho invertovand forma — se-
znam vzoru pro danou koncovku. Jednd se o soubor hf_end.il2, ktery
muze byt doplnény o koncovky nepravidelnych slov.

Pievod mezi kompaktnimi a pozi¢nimi tagy najde pro kazdy kom-
paktni tag jeho pozicni variantu. Je implementovan pomoci tabulky
Compact2Positional, kterd odpovidd souboru b2800a. f2o.

Seznam koncovek pro lemmata je tabulka umoznujici ziskat lemma
z kotene slova a jeho vzoru. Obsahuje pro kazdy vzor koncovku, kterd
se pripojuje ke kofeni, aby vzniklo lemma. Pro nékteré vzory obsahuje
také pocet znaku, které je nutné odtrhnout od puvodniho kofene, nez
se koncovka pripoji.

Metoda pro ziskani moznych vzora vraci pro dané slovo nebo slova
vSechny piipustné dvojice (kofen, vzor). Funkce nepouziva slovnik,
takze je mozné ji pouzit i pro slova, kterd v ném nejsou obsazena.

2Jsou v ném obsazeny vSechny polozky, i ty vzniklé derivaci.
3Pro vzory, které nejsou zdkladni, obsahuje koncovky slozené. Vzniknou spojenim téch
casti kotene, které se pripojuji behem derivovani, a koncovky vysledného zakladniho vzoru.
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Metoda pro ziskani spoleénych vzora vraci pro skupinu slov jejich
mozné vzory. Pracuje s pary (kofen, vzor) ziskanymi ptedchozi me-
todou. Ani tato metoda nepouziva morfologicky slovnik.

Nastroj pro spusténi morfologie a taggeru umoznuje spustit nezavisle
morfologickou analyzu a tagger [1]. Tato funkce je implementovand
pouze ve verzi knihovny pro jazyk Perl, vyuziva ji skript run-morph.pl.

Knihovna je pomérné univerzalni, je mozné ji s malym usilim vyuzit i
mimo nas systém pro urc¢ovani vzoru. Uzitecnd muze byt predevsim pfi préci
s morfologickym slovnikem — byla tspésné pouzita napiiklad pro vyhledani
adjektiv pravidelné odvozenych od sloves [12], slovnich druhu uré¢itého typu
s jistou koncovkou atd.

4.3 Faze pripravy dat

Pro trénovani, vyhlazovani a testovani je potieba nejprve pripravit vhodné
upravena data. Ve vSech fazich potiebujeme oznacit slova, ktera jsou urcena
k nastaveni parametru nebo pro testovani. Nejdfiv vSak musime tato vhodné
slova nalézt, k tomu nadm slouzi program prepare-lowfreq.pl.

prepare-lowfreq.pl

Tento program pfipravi soubor se slovy spliiujicimi omezeni, kterd je mozné
zadat jako parametry pfi spusténi:

e minimalni a maximalni c¢etnost slov, které budou zahrnuty do souboru
(min, max),

e 7 vhodnych slov se ndhodné vybere pouze c¢ast, kterda se zahrne do
souboru (percent),

e do souboru se zahrnou i slova, ktera jsou nepravidelna? (irregular).

Kromé souboru vybranych slov muze tento program generovat také se-
znam slovnich tvaru s nejvyssi frekvenci, které je mozné pouzit v navazujicich
fazich. Dalsim tkolem programu je vytvorit seznam spravného pritazeni slov
do skupin, ktery se pozdéji pouzije ve fazi evaluace.

4Maji vzor 0 nebo vice nez pét riznych vzort.



KAPITOLA 4. IMPLEMENTACE 63

prepare.pl

Ukolem tohoto programu je oznacit slova, ktera pripravil pfedchozi pro-
gram, coz provede prepsanim puvodniho tagu v souboru tagem pro nerozpo-
znané slovo X@------—---——- . Pavodni tagy (potfebné pro trénovéni) jsou
uchovany v souboru se seznamem vybranych slov.

4.4 Trénovani

Na pripravenych datech muzeme spustit program train pro zjisténi pravde-
podobnosti jevu jednotlivych metod. Jako jeden z parametru dostane odkaz
na soubory s trénovacimi daty. Kromé toho je mozné zadat dalsi parametry,
které ovliviiuji proces trénovani:

e nastaveni, kolik tagu pred slovem a kolik tagu za slovem se bude
pouzivat pro n-gramy (parametr ngram),

e zda se misto tagu budou pro slova s vysokou Getnosti pouzivat primo
tvary slov (use-hifreq),

e kam se budou uklddat natrénované pravdépodobnosti (parametry
stat-xxx).

Program pracuje inkrementalné, takze je mozné ho spustit postupné na
ruznych datech se stejnym vysledkem, jako kdyby byl spustén na vsech datech
najednou.

4.5 Vyhlazovani

Vyhlazovani pravdépodobnosti ma na starosti program smooth. Precte
z disku soubory s ¢etnostmi (vysledek predchozi faze) a upravi pravdépodob-
nosti pro jevy, které se vyskytuji pouze ve vyhlazovacich datech. Pti spusténi
dostane jako parametr soubory, které maji slouzit pro vyhlazovani (stejné
jako trénovaci data jsou predzpracované, jak je uvedeno v oddilu 4.3). Dalsi
mozné parametry jsou:

e nastaveni, kolik prihrddek se m&a pouzit pro vyhlazovani n-gramu
(buckets),

e jestli se misto tagu budou pro slova s vysokou cetnosti pouzivat primo
tvary slov (use-hifreq),
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e zda ma dojit k prepsani souboru novymi verzemi s vyhlazenymi para-
metry, nebo se vytvoii soubory nové, s piiponou .sm (overwrite).

Tvar n-gramu (kolik tagu predchazi a néasleduje) program zjisti ze sou-
boru, které vznikly ve fazi trénovani.

4.6 Prirazeni vzoru

Samotné piifazeni vzoru zajistuje program s lakonickym nézvem work. Jako
parametr jsou uvedeny soubory, které obsahuji oznacena neznama slova, pro
néz hleddme vzor. Soubory vzniknou bud v piipravné fazi za tcelem tes-
tovani, nebo jako vystup morfologické analyzy (a piipadné disambiguace),
pokud se jednd o ,,0stré“ spusténi. Opét je mozné zadat nékteré parametry
ovliviujici praci programu:

e nastaveni prahu, kdy jesté slova sdileji lemma a kdy uz nikoli (viz oddil
2.4.6, parametr cutoff),

e jestli se misto tagu budou pro slova s vysokou cetnosti pouzivat primo
tvary slov (use-hifreq),

e které metody se maji pouzit pro rozhodnuti o pritazeni slov do skupin
a pro pritazeni vzoru (group-select, paradigm-select),

e vstupni a vystupni soubory (stat-xxx, output-xxx).

4.7 Evaluace

Oveéreni tspésnosti se skladd ze dvou ¢asti: evaluace pritazeni do skupin a
evaluace celkového vykonu algoritmu. Jelikoz to jsou pomérné oddélené tikoly,
provadi se evaluace pomoci dvou nezavislych programii.

eval-groups.pl

K evaluaci skupin se pouzivd program eval-groups.pl, ktery porovné
vystup vyprodukovany programem work se souborem spravnych skupin,
ktery vznikl ve fazi pripravy dat. Program vypiSse hodnoty dvou veli¢in,
které urcuji ispésnost prirazeni do skupin: presnosti a iplnosti. Tyto hodnoty
udavaji, jak dobfte jsou slova pfifazena do skupin (viz oddil 3.4.1).
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eval.pl

Evaluace pftitazeni vzoru probihd tak, ze program eval.pl porovna obsah
souboru vybranych slov se souborem, ktery vyprodukoval program work.
Stejné jako u ostatnich programt muze byt i u evaluace zadano nékolik
ruznych parametru:

e maximalni pozice spravného vzoru, aby bylo pfitazeni jesté pokladano
za spravné (max),

e zda se kofeny a lemmata, kterym chybi néktera z predpon (nej-, ne-,
nejne-), pocitaji jako ispésné prifazeni, maji-li spravny vzor (nejne),

e zda se za Gspésné pritazeni pocita i prifazeni vzoru, ktery neni kofenem
v derivacnim stromu (viz oddil 2.2.3, parametr derivative).

Vystupem programu je ¢islo, které odpovida procentudlnimu zastoupeni
spravné pritazenych vzoru (co se povazuje za spravné prifazeny vzor, urcuji
parametry). V upovidaném (verbose) médu je pro kazdé slovo vypséna po-
zice, na které se vyskytuje spravny vzor.

optimize-cutoff.pl

Tento program slouzi pro optimalizaci parametru cutoff programu work.
Jeho tkolem je spustit trénovani, vyhlazovani a testovani na urcenych da-
tech. Testovani se provadi v cyklu s riznym nastavenim parametru tak, aby
bylo v evaluaci dosazeno co mozna nejlepsich vysledku. Umoznuje nastavovat
parametry pro ostatni spousténé programy (n-gramy, prihrddky pro vyhla-
zovani atd.) a nékteré dalsi vlastnosti:

e maximalni pocet iteraci, které se provedou (iter),

e zda se budou pouzivat data puvodni, pouze s morfologickymi znac¢kami,
nebo po oznac¢eni taggerem (morph, tagger),

e zda budou uklddany docasné soubory a do jakych souboru (prefix,
keep),

e kterd verze programu se pouzije (Perl/C++) (perl).

4.8 Pomocné programy

Kromé zminénych programi, které tvoii zaklad implementace, vzniklo behem
vyvoje mnoho dalsich programku. Neékteré jsou vazany piimo na nas kol a
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pomahaji napiiklad vytvofit soubory pouzivané v pfifazovani vzoru, jiné
vznikly spiSe jen jako doplnék funkei ostatnich programa.

irregular-ending.pl

Jak nazev napovida, cilem tohoto skriptu je vytvorit seznam moznych tagu
pro prazdné koncovky nepravidelnych vzori® Tento seznam vznikne na
zékladé zaznamu v morfologickém slovniku.

Protoze nékteré vzory mohou reprezentovat mnoho ruznych tvaru, a tudiz
by témeért o kazdém tagu platilo, ze muze byt soucasti vzoru, vybereme pouze
ty tagy, které maji cetnost vétsi nez 10. Ziskané zaznamy jsou pfimo pouzity
v souboru hf_end.il2.

lemma-ending.pl

Skript projde morfologicky slovnik a vygeneruje pro kazdy vzor kon-
covku, kterd se pripojuje ke kofeni, aby vzniklo lemma. Vysledny soubor
lemma end.il2 se pouziva piimo pii ziskavani lemmat z kotene a vzoru
Vv programu work.

random-filter.pl

Tento jednoduchy skript slouzi ke zvoleni ur¢itého procenta nahodnych fadek
ze vstupniho souboru. Pouzili jsme ho pro vybér trénovacich dat z vétsiho

souboru (CNK).

run-morph.pl

Tento skript slouzi ke spusténi morfologické analyzy a taggeru. Pro nas je
dulezitd predevsim moznost spustit tagger na data, v nichz jsme nékteré
tagy nahradili tagem X@-------———--—- , ¢imz jsme je pripodobnili datum,
ve kterych se vyskytuji morfologii neznama slova.

html2csts.pl

Soucasti implementace je také program html2csts.pl, ktery prevadi text
z formatu HTML® do formatu CSTS, takze je mozné zpracovat téméi libo-
volnd textova data (podafilo se napiiklad ispésné prevést obsah ¢asopisu
Vesmir nebo webové stranky on-line ¢asopisu ScienceWorld.cz).

®Na tomto misté mame na mysli vzory, které mohou mit uveden tag piimo ve slovniku
u svého lemmatu (viz oddil 1.1.3): 0, On, Ons, Oabbr a zkr.
SHyperText Markup Language, v sou¢asnosti formét vétsiny webovych stranek.



Ze stranek ve formatu HTML bychom chtéli ziskat texty, které jsou
vhodné pro dalsi zpracovani. Jelikoz soucasti stranek byva mnoho formatova-
cich informaci (menu, listy, seznamy odkazu, obrazky. .. ), ve kterych se mo-
hou uzitecné texty témér ztratit, je vhodné text stranek néjakym zpusobem
filtrovat. Nasim cilem je ziskat z webovych stranek pouze uziteéné a po-
kud mozno souvislé texty a nikoli véty typu ,,Pro zavieni okna kliknéte na
obrazek. “ apod.

Program html2csts.pl pouziva k filtrovani obsahu stranek metodu
posuvného okénka. Pro kazdou pozici na strance zjisti, zda text v okoli
neni prerusen horizontalni ¢arou, obrazkem, pitiliS mnoha odkazy apod.
Pruchodem pies cely soubor potom vybere souvislé ¢asti textu, které
preruseny nejsou.

Program vyuziva knihovny HTML: :Parser a Text::Iconv.
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Zaver

V této praci jsme prozkoumali problém pritazeni morfologickych vzoru
¢eskym slovim. Kromé rozboru nékolika problémi, které se pii analyze tikolu
vyskytly, jsme navrhli ¢tyfi metody, které na zakladé ruznych vlastnosti
slova nebo jeho okoli pomahaji urcit ke slovu spravny vzor. Implementovali
jsme pomérné uspésny algoritmus, ktery vytvairi skupiny slov odvozenych
od stejného lemmatu. Déle jsme navrhli a implementovali postup, jak co
mozna nejlépe sloucit slova, ktera sdileji stejné lemma a obsahuji nékterou
z pripustnych predpon.

Jednotlivé metody a nastaveni jejich parametru jsme vyzkouSeli na
textech PDT a ¢asti CNK. Dosazené vysledky odpovidaji predpoklddané
slozitosti ulohy, ale nedosahuji presnosti, jaka by byla potifeba pro plné auto-
matické urcovani vzoru neznamych slov. Navrzené vzory vSak mohou vyrazné
pomoci lidskému anotatorovi v rozhodovani, a urychlit tak jeho préci.

Uvedené metody by jisté slo jesté modifikovat ¢i rozsitit, myslime vsak,
ze zakladni moznosti urcovani vzoru jsme vycerpali a dosazené vysledky
jsou pomérné dobré. Na zdvér uvedme jesté nékolik oblasti, o kterych se
domnivame, ze skytaji moznosti dalsiho vylepsovani prace programu.

Mozna zlepseni

Prvni oblasti, na kterou by bylo dobré se zamérit, jsou slova s nepravidelnymi
tvary (vzorem). Problém se tyka zejména metod n-gramu a kocovek slov,
které zvyhodnuji ,,nepravidelné“ vzory ptred ostatnimi.

Dalsim bodem v seznamu moznych zlepSeni je systém pro vytvareni lem-
matu k danému koteni a vzoru. Jak bylo popsano v oddilu 2.4.8, feSeni, které
jsme zvolili, neni stoprocentné spolehlivé, nicméné ve velké vétsiné pripadu
pritazuje lemmata spravné, a je tudiz v praxi dobfe pouzitelné.

Na zakladé experimetu uvedenych v kapitole 4 se domnivame, ze by bylo
dobré se zamérit predevsim na slova, ktera se vyskytuji castéji, nez jednou,
nejlépe ve vice svych tvarech.

Pridani dalsi metody pro hodnoceni moznych vzoru by bylo dalsi
moznosti, jak zlepsit vysledek prace algoritmu. Mame na mysli naptiklad
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sledovani cetnosti predpon slov, zmén v kofeni pro ruzné vzory atd.

Také je tieba vzpomenout, ze implementace algoritmu neni idedlni
zejména ohledné vyuziti operacni paméti, nebot duraz byl kladen spiSe na
srozumitelnost a rychlost algoritmt neZ na omezeni pamétové narocnosti.
Predpokladdme, ze pouzitim specialnich datovych struktur misto obecnych
asociativnich poli by se vyuziti paméti zlepsilo.
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